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Abstract- The large-scale deployment and expansion of electric vehicles (EVs) significantly contribute to 

reducing fossil fuel consumption and environmental pollution. In these vehicles, optimal charging scheduling not 

only enables more efficient utilization of renewable energy resources, but also reduces charging costs and 

enhances power grid stability. However, fluctuations in electricity prices, variations in energy demand and 

charging power, and uncertainties regarding battery charging completion time pose major challenges for accurate 

prediction and optimal charging scheduling. In this paper, the EV charging scheduling problem is formulated as 

a Markov Decision Process (MDP), and a model-free Deep Reinforcement Learning (DRL)-based approach is 

proposed to derive an optimal charging strategy that supports real-time decision-making under uncertainty. The 

proposed model is trained and evaluated using real-world data from California. The results demonstrate that the 

proposed approach significantly reduces electricity costs while improving charging performance under uncertain 

conditions and volatile electricity prices. Compared to the baseline method, the proposed strategy achieves a 41% 

reduction in electricity costs, and compared to conventional methods, it yields higher cumulative rewards and 

lower cumulative charging costs, indicating its effectiveness and practical applicability for users at charging 

stations. 
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 و مارکف مدلمبتنی بر  های شارژبندی شارژ خودروهای برقی در ایستگاهزمان

 یادگیری عمیق
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 .وتریمپبرق و کا یبابل، دانشکده مهندس یروانینوش یدانشگاه صنعت ،یعتیشر ابانیبابل، خ، نتاجمجتبی ولینشانی نویسنده مسئول:  *

های فسیلی و حفظ محیط زیست کمک به طور قابل توجهی به کاهش مصرف سوخت نقلیه برقیتولید و گسترش انبوه وسایل  -چکیده

سازد، بلکه با برداری مؤثرتر از منابع انرژی تجدیدپذیر را فراهم میتنها امکان بهرهبندی مناسب شارژ نهکند. در این خودروها، زمانمی

به همراه دارد. نوسانات قیمت برق، تغییرات در میزان تقاضای انرژی نیز توجهی برق، مزایای قابل ها و افزایش پایداری شبکههکاهش هزین

بندی بهینه شارژ ایجاد بینی و زمانپیش های اساسی در زمینهشالشارژ باتری، چتکمیل و توان شارژ و عدم اطمینان در مورد زمان 

سازی شده و یک روش گیری مارکف مدلصورت یک فرآیند تصمیمبه  نقلیه برقیبندی شارژ وسایل زمانله أمساله، در این مق. کنندمی

درنگ یبگیری شود که امکان تصمیمو بدون نیاز به مدل برای یافتن راهبرد شارژ بهینه ارائه می (DRL) قیعم یتیتقو یریادگیمبتنی بر 

شده است. کالیفرنیا آموزش داده و ارزیابی مربوط به ایالت های مدل پیشنهادی بر روی داده. کندرا در شرایط عدم قطعیت فراهم می

شود، بلکه عملکرد شارژ را نیز در شرایط عدم قطعیت توجه هزینه برق میتنها منجر به کاهش قابلدهد که این رویکرد نهنتایج نشان می

نسبت به  و شدهدر هزینه برق مصرفی  کاهش ۴۱%منجر به نسبت به روش پایه،  ادیروش پیشنه .خشدبمیبهبود برق و نوسانات قیمت 

برای کاربران  آنو قابلیت کاربرد مناسب که بیانگر کارایی است کمتر و هزینه تجمعی شارژ آن تر بیشپاداش تجمعی آن های مرسوم، روش

 .های شارژ استدر ایستگاه

 .قیعم یتیتقو یریادگیکوتاه مدت،  یحافظه طولان ،شارژ ستگاهیشارژ، ا یبندزمان ،یبرق یخودرو ی کلیدی:هاواژه

 

 مقدمه -۱

عنوان جایگزینی به نقلیه برقیبا گسترش روزافزون استفاده از وسایل 

بندی بهینه فرآیند شارژ برای خودروهای با سوخت فسیلی، زمان

های سویژه با توجه به افزایش نفوذ این وسایل در مقیاها بهباتری

های به یکی از چالش، های شارژ عمومیشهری و رشد ایستگاه

این . [1] استهای شارژ تبدیل شدهاساسی در مدیریت زیرساخت

 [3] 1، تقاضای انرژی[2]ای برق در شرایطی که قیمت لحظهله أمس

تر و عدم قطعیت باشند، پیچیده 2و وضعیت شبکه دارای نوسانات

سازد. گیری مبتنی بر فرضیات ساده را ناکارآمد میشود و تصمیممی

تواند منجر به بندی شارژ میگیری هوشمند برای زمانتصمیم

وری کلی ها، کاهش فشار روی شبکه برق و بهبود بهرهکاهش هزینه

برداران شبکه ین موضوع از دیدگاه بهرههای شارژ شود که اسیستم

های اخیر، در سال. [5, 4] و کاربران نهایی حائز اهمیت است

 3ویژه یادگیری تقویتی عمیقهای مبتنی بر هوش مصنوعی بهروش
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گیری متوالی معرفی عنوان راهکاری موثر برای حل مسائل تصمیمبه

های قدرت نیز مورد سیستماند و در حوزه مدیریت انرژی و شده

ها با الگوبرداری از ین الگوریتما .[6] اندتوجه گسترده قرار گرفته

مرور سازی محیط، بهلرفتار یادگیری انسان، قادرند بدون نیاز به مد

گیری را از طریق تعامل با محیط زمان بهترین سیاست تصمیم

مناسب درنگ یبها را برای کاربردهای بیاموزند که این ویژگی آن

 .[7, 6]سازد می

 LSTM  4های عصبی بازگشتی ماننددر این میان، استفاده از شبکه

قیمت برق و مصرف انرژی، نقش مهمی در تقویت  5بینیبرای پیش

ج ها توانایی استخرازیرا این شبکه ،بندی داردعملکرد سیستم زمان

ترکیب . [7, 1] های انرژی را دارندهای زمانی پنهان در دادهوابستگی

های تواند اثربخشی سامانهگیری بهینه میبینی دقیق با تصمیمپیش

گیری افزایش دهد و عدم قطعیت در طور چشممدیریت انرژی را به

له أمساز طرف دیگر،  .[8, 7]سازی را کاهش دهد فرآیند تصمیم

بندی شارژ در ابعاد واقعی نیازمند پردازش حجم بالایی از داده زمان

و انجام محاسبات پیچیده است که این موضوع طراحی ساختار 

در چنین شرایطی،  .سازدهای یادگیری را ضروری میمناسب مدل

انتخاب ساختار مناسب شبکه عصبی، طراحی صحیح مدل یادگیری 

بالایی برخوردار است و تأثیر  و ارزیابی دقیق عملکرد آن از اهمیت

 .[5, 4] مستقیمی بر پایداری و همگرایی فرآیند یادگیری دارد

 ایفرنیکال التیا به مربوط یواقع یها، با استفاده از دادهمقاله نیدر ا

 با LSTMبر  یمبتن ینیبشیپ یهامدل بیاز ترک یریگو بهره

 یسازنهیبه یبرا ارآمدک یروش ق،یعم یتیتقو یریادگی کردیرو

 یسازادهیپ تیکه قابل استشدهارائه  یبرق هینقل لیشارژ وسا ندیفرآ

در آن  پژوهش نیا تیاهم .[7, 3, 2] ددار را یعمل یوهایسنار در

 امکان، ستمیس در موجود یهاتیاست که با در نظر گرفتن عدم قطع

 سازدیشارژ فراهم م ندیفرآ یرا برا داریهوشمند و پا یریگمیتصم

 یهاکه به برنامه دهدیامکان را م نیشارژ ا یهاستگاهیو به کاربران ا

 .ابندیدست  یانرژ تیو هماهنگ با وضع تریتر، اقتصادشارژ باثبات

 شرفتهیشارژ هوشمند پ ستگاهیا کیعنوان به یشنهادیپ ستمیس

شارژ و دشارژ،  یندهایاز فرآ یبانیر پشتکه علاوه ب کندیعمل م

 زیرا ن یباتر ضیهوشمند و تعو نگیپارک رینظ یارائه خدمات تیقابل

ونقل حمل یهاتوسعه سامانه یو جامع برا دیمف یدارا بوده و بستر

 .سازدیفراهم م ندهیهوشمند آ

 :ه استبه شرح زیر خلاصه شد مقالهاین  یهانوآوری

 رویکردبا  LSTM تنی بر شبکههای مببینیادغام پیش •

منظور به Q یادگیری تقویتی عمیق مبتنی بر شبکه

 برقیبندی شارژ وسایل نقلیه سازی زمانبهینه

منظور دستیابی به معرفی یک تابع پاداش چندجزئی به •

سازی چندهدفه شامل کاهش هزینه، بهبود پایداری و بهینه

 افزایش کارایی شارژ

یافته که علاوه بر اطلاعات سعهطراحی یک بردار حالت تو •

های مربوط به پارکینگ هوشمند و وضعیت انرژی، شامل داده

 است.های شارژ ایستگاه

ارائه راهکارهایی برای پایدارسازی فرآیند آموزش و تضمین  •

 .عمیق یادگیری تقویتی کردیروهمگرایی پاداش در 

ر است که در بخش دوم، مروری ب بدین صورتمقاله این ادامه 

سازی شود. در بخش سوم، مدلارائه می تحقیقات مرتبط پیشین

بندی آن تشریح شده و در بخش چهارم، روش و فرمولله أمس

سازی و ارزیابی گردد. نتایج شبیهمعرفی می کاملبه طور پیشنهادی 

بندی و عملکرد در بخش پنجم ارائه شده و در نهایت، جمع

 .شودگیری در بخش ششم بیان مینتیجه

 مرتبط کارهای -2

بندی بهینه فرآیند شارژ یکی از بینی تقاضای شارژ و زمانپیش

ونقل هوشمند های انرژی و حملموضوعات مهم در حوزه سیستم

 و یریگمیتصم یهااز مدل اولیه، هایپژوهشدر برخی  .است

 شارژ استفاده یبندزمان یبرا یسازهیشب بر یمبتن یهاروش

 را ستمیس یرفتار تصادف یمکان بررسا هاروش نیاگرچه ا .استشده

 یمحدود ییتوانا ،یمحاسبات یدگیچیپ لیدل به اما کنند،یم فراهم

 دارند درنگیب یکاربردها و بزرگ یهااسیمق در یسازادهیپ در

[9]. 

برای  6محورهای دادههای یادگیری ماشین، مدلروشبا پیشرفت 

ند. اهبینی رفتار کاربران و تقاضای شارژ مورد توجه قرار گرفتپیش

های های عصبی و مدلهای مبتنی بر شبکهدر این راستا، از روش

بینی زمان ورود خودروها، مدت زمان شارژ و سری زمانی برای پیش

. اگرچه این [11, 10] استشدهمیزان انرژی موردنیاز استفاده 

اند، اما در مواجهه با تغییرات بینی را افزایش دادهها دقت پیشروش

بینی کاربران، سریع شرایط محیطی و رفتار غیرقابل پیش

 .پذیری محدودی دارندانعطاف

های عصبی شبکهاز نوع ویژه های یادگیری عمیق بهدر ادامه، مدل

های تخراج وابستگیبه دلیل توانایی در اس  LSTMمانند 7بازگشتی

بینی مصرف انرژی و تقاضای طور گسترده برای پیشزمانی پنهان، به

همچنین، استفاده  .[13, 12] مانند مراجع اندشارژ به کار گرفته شده

برای بهبود  ConvLSTM نظیر ترپیشرفته زمانی-های مکانیاز مدل

مدت گزارش مدت و میانهای زمانی کوتاهبینی در مقیاسدقت پیش
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 نیبا وجود عملکرد مناسب ا. [15, 14] مانند مراجع استشده

 صورتبه و بوده ینیبشیپ بر شتریب هاآن یاصل تمرکز ها،مدل

 .دهندینم پوشش را شارژ نهیبه یبندزمان ندیفرآ میمستق

یادگیری تقویتی و مبتنی بر های های اخیر، الگوریتمدر سال

عنوان ابزارهایی مؤثر برای حل مسائل یادگیری تقویتی عمیق به

اند. در این های نامعین معرفی شدهگیری متوالی در محیطتصمیم

رای ب SAC10 و DQN8، PPO9 هایی نظیرمطالعات، الگوریتم

به کار گرفته  نقلیه برقیسازی فرآیند شارژ و دشارژ وسایل بهینه

بینی یا از پیش ها. با این حال، بسیاری از این روش[18-16] اندشده

ها در سازی آنگیرند یا پیادهدقیق شرایط آینده بهره نمی

، مانند های بزرگ با هزینه محاسباتی بالا همراه استمقیاس

ها با ترکیب برخی پژوهش .[20, 19]در های ارائه شده روش

های یادگیری گوریتمبینی یادگیری عمیق و الهای پیشمدل

اند. شارژ ارائه داده تیریمد یبرا یترکپارچهی یهاتقویتی، چارچوب

 شارژ، یهاستگاهیا اطلاعات معمولاً هاروش نیا حال، نیا با

 نظر در کامل طور به را شبکه یواقع طیشرا و یعمل یهاتیمحدود

 .[21] رندیگینم

های پیشین، توجه در پژوهشهای قابلدر مجموع، با وجود پیشرفت

بینی همچنان نیاز به چارچوبی جامع وجود دارد که بتواند پیش

درنگ ترکیب کند. گیری هوشمند بیدقیق شرایط انرژی را با تصمیم

گویی به این خلأ، در این راستا، پژوهش حاضر با هدف پاسخ

بینی یادگیری عمیق و های پیشرویکردی مبتنی بر تلفیق مدل

بندی بهینه شارژ وسایل های یادگیری تقویتی برای زمانالگوریتم

 .دهدنقلیه برقی ارائه می

 مسأله بندیفرمول -3

 برای نقلیه برقیبندی شارژ و دشارژ وسایل زمانله أمس، مقالهدر این 

رد. هدف گیافق زمانی روز آینده از دیدگاه کاربر مورد بررسی قرار می

هزینه کل انرژی مصرفی با در نظر گرفتن  اهشاصلی، ک

 نقلیه برقیوسیله مورد نیاز انرژی  میزانهای زمانی و محدودیت

است. با توجه به ماهیت تصادفی زمان ورود و خروج خودرو، میزان 

در قالب یک له أمستقاضای روزانه انرژی و نوسانات قیمت برق، این 

شود. در این سازی میمدل 11(MDP) کفگیری مارفرآیند تصمیم

شود که ای انجام میگونهگیری در هر گام زمانی بهچارچوب، تصمیم

که   MDPهای متداولبرخلاف مدل .بیشینه گردد 12پاداش تجمعی

کنند، در این پژوهش ای سیستم استفاده میعمدتاً از اطلاعات لحظه

اه شارژ و تاریخچه علاوه بر متغیرهای اصلی سیستم، اطلاعات ایستگ

ساعته قیمت برق و مصرف انرژی نیز در بردار حالت لحاظ  24

تر وضعیت محیط و بهبود کیفیت اند که موجب نمایش دقیقشده

 .شودگیری عامل میتصمیم

که ای است به گونه گیری مارکفساختار فرآیند تصمیم

یمت موقعیت فعلی خودرو، قگیری در هر گام زمانی بر اساس تصمیم

شود. علاوه بر انجام می ای برق و نوع شارژر )سریع یا کند(لحظه

از  های شارژهای ایستگاهمحدودیتگیری، یند تصمیمآاین، در فر

 ظرفیت محدود ایستگاه و وضعیت در دسترس بودن شارژرهاجمله 
است. هر خودرو تنها در صورتی در نظر گرفته شده شفافصورت به

ظرفیت یستگاه و نوع شارژ مشخص است که مجاز به انتخاب یک ا

؛ در غیر این صورت، خودرو کافی در آن ایستگاه وجود داشته باشد

را انتخاب کند. به دلیل وجود  باید ایستگاه یا بازه زمانی جایگزین

ماهیت  بندی شارژ دارایزمانله أمسهای ظرفیتی، این محدودیت

تواند ودرو میای که تصمیم شارژ هر خگونهاست، به رقابتی

 شیهای قابل انتخاب سایر خودروها را محدود کند. ساختار نماگزینه

چارچوب  براساسمدل  نیدر ا یریگمیتصم ندیفرآ و حالات

 استافتهی توسعه پژوهش نیشده و در ا یطراح [6]شده مرجع ارائه

 دادهطور جامع پوشش به ستمیس یاتیعمل طیحالات و شرا یتا تمام

 :شوندیم فیتعر ریبه شرح ز  MDPمدل  یاصل یاجزا. شوند

 به صورت برداری از چندین متغیر tحالت سیستم در زمان : حالت( 1

 :شودمیزیر تعریف  به صورت

(1) 
𝑠𝑡 = (𝑆𝑡𝑎𝑟𝑡𝑡𝑖𝑚𝑒 , 𝐸𝑛𝑑𝑡𝑖𝑚𝑒 , 𝑆𝑂𝐶𝑡 , 𝑆𝑂𝐶𝑖𝑑𝑒𝑎𝑙 , 𝐼𝐷,  

(𝑃𝑡−23, … , 𝑃𝑡), (𝐸𝑡−23, … , 𝐸𝑡)) 

  شارژ، انیپا زمان timeEnd شارژ، شروع زمان timeStart آن، در که

tSOC13 یباتر یشارژ فعل سطح، idealSOC مطلوب، شارژ سطح 

)tP,…,23−tP( گذشته و ساعت 24الی قیمت برق در تو )tE,…,23−tE( 

 شناسهعنوان  به ID .گذشته است ساعت 24 در یانرژ مصرف یتوال

بیانگر  ،در بردار حالت صورت یک مقدار عدد صحیحبه شارژ ستگاهیا

های ظرفیت آن در هر گام وضعیت انتخاب ایستگاه و محدودیت

های محیط و تزمانی است و نقش آن در مدل، اعمال محدودی

که تمامی اطلاعات  با توجه به این . تعریف فضای حالت گسسته است

لازم شامل وضعیت باتری، زمان، قیمت و محدودیت ایستگاه در بردار 

ست، شرط مارکف برقرار بوده و حالت فعلی اشدهحالت لحاظ 

همچنین،  .کندگیری آینده را فراهم میاطلاعات کافی برای تصمیم

قیمت برق و ، (SOC) پیوسته شامل سطح شارژ باتریمتغیرهای 

 Min-Max مصرف انرژی پیش از ورود به مدل با استفاده از روش

ها تا اثر اختلاف مقیاس داده شوندمیسازی [ نرمال0،1در بازه ]

 کاهش یابد.

نشان دهنده توان شارژ یا دشارژ خودرو در  tact یا عمل: عمل( 2

 Pدر آن  و شودتعریف می -P≤tact≤Pاست که به صورت  tزمان 
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 بیانگر شارژ، مقدار منفی tactحداکثر توان مجاز است. مقدار مثبت 

tact 0بیانگر دشارژ و=tact دهنده عدم انجام عمل است. کاربر نشان

تواند با شارژ باتری در ساعت کف قیمت و دشارژ در ساعات اوج می

 را کاهش دهد.خود قیمت، هزینه انرژی 

به صورت زیر  tS+1به حالت بعدی  tSانتقال حالت از : تقال حالتان( 3

 شود:سازی میمدل

(2) 𝑠𝑡+1  = 𝑓 (𝑠𝑡 , 𝑎𝑐𝑡𝑡) 

، در هر گام زمانی، عامل t( در زمان tact) پس از انتخاب عمل

کند که ( را ذخیره می1t+s ,t, rewtact ,tsبردار انتقال ) ،یادگیرنده

 (، پاداش دریافتیtact) (، عمل انجام شدهtS) شامل حالت فعلی

(trewو حالت بعدی ) (1+tSاست. این تجربیات برای به ) روزرسانی

  شوند.مدل یادگیری و بهبود سیاست شارژ و دشارژ استفاده می

شده در هر گام زمانی بر اساس توان شارژ/دشارژ انتخاب SOC مقدار

شود و روزرسانی میهتوسط عامل و طول گام زمانی در محیط ب

صورت افزایشی یا کاهشی در وضعیت بعدی سیستم اعمال به

، متغیرهای مرتبط با قیمت برق و مصرف SOC علاوه بر .گرددمی

ساعته  24انرژی نیز در هر گام زمانی مطابق با ساختار پنجره لغزان 

ای که گونهشوند، بهروزرسانی شده و وارد حالت جدید سیستم میبه

زمانی  پویاییتر شده و عات زمانی جدید جایگزین مقادیر قدیمیاطلا

 .گرددمحیط حفظ می

به صورت زیر تعریف  tتابع پاداش از دیدگاه کاربر در زمان : پاداش( 4

 شود:می

𝑅𝑒𝑤𝑡 = 𝑎. 𝑃𝑡 . 𝑎𝑐𝑡𝑡 −  

{
𝑏. 𝐶𝑎𝑐𝑡𝑡 ,                                                    𝑡 = 𝑡𝐷𝑒𝑝

𝑏. 𝐶𝑎𝑐𝑡𝑡 − 𝛿(𝐶𝑚𝑎𝑥 − 𝑆𝑂𝐶𝑡)2,              𝑡 ≠ 𝑡𝐷𝑒𝑝

 (3)  

 tSOC دشارژ،و  شارژتوان  t، tactبرق در زمان  متیق tPدر آن  که

 و a مولفه دو است. یباتر نهیشیب تیظرف maxCو  یباتر شارژسطح 

b کنندیم نییرا تع یباتر شارژطح س مهیبرق و جر نهیهز بیضرا 

 b و a ریدامق .اندشدهدر نظر گرفته  کیبا  برابرمقاله  نیکه در ا

است، های مختلف تنظیم شدهصورت تجربی و بر اساس آزمونبه

شده منجر به ایجاد تعادل مناسب بین ای که مقدار انتخابگونهبه

یداری فرآیند هزینه انرژی و جریمه سطح شارژ باتری و همچنین پا

در بازه انتخاب شده به موقع به  یخودرو برق اگر .یادگیری گردد

 یامهیجر ابد،یشارژ برسد و به سطح شارژ مطلوب دست  ستگاهیا

کمبود زمان،  لیصورت، به دل نیا ریدر غ شود؛یدر نظر گرفته نم

 مه،ی. مولفه جرابدییفعال شده و مقدار پاداش کاهش م مهیمؤلفه جر

خودرو تا زمان خروج به سطح  یکه باتر شودیفعال م یتدر صور

از  یعنی شارژکامل  یدر بازه زمان پاداشباشد.  دهیشارژ مطلوب نرس

 .شودیمحاسبه م Deptزمان خروج خودرو  تا( Arrtخودرو ) زمان ورود

 ساعت مربعدلار بر کیلوواتواحد  یدارا یستیبا( 𝛿) مهیجر بیضر

($/kWh²) در بیضر نیا که است لیدل نیا به خابانت نیباشد. ا 

𝐸𝑚𝑎𝑥) عبارت − 𝐸𝑡)2 2واحد  یکه خود دارا شودیضرب مkWh 

خواهد بود. به  ($) دلارواحد  یضرب آن داراحاصل جه،یاست؛ در نت

 مانند پاداش تابع یاجزا ریسا با یابعاد نظر از مؤلفه نیا ب،یترت نیا

صورت یود ظرفیت ایستگاه بهق .شودیم واحدهم شارژ نهیهز

محدودیت محیطی اعمال شده و در صورت انتخاب ایستگاه غیرقابل 

 .شوددسترس، مقدار پاداش منفی یا اقدام جایگزین اعمال می

و با استفاده  تکراریبه صورت  s,a(Q (تابع: این 14 مقدار-تابع عمل( 5

 شود:یروزرسانی مبه Q یادگیری الگوریتم روزرسانیاز قانون به

(4) 
𝑄(𝑠𝑡 , 𝑎𝑐𝑡𝑡) ← (1 − 𝛼). 𝑄(𝑠𝑡, 𝑎𝑐𝑡𝑡) + 𝛼((𝑟𝑒𝑤𝑡 + 𝛾. 

max𝑎𝑐𝑡′ 𝑄(𝑠𝑡
′, 𝑎𝑐𝑡𝑡

′)) 

 𝛾دریافتی،  پاداش Q ،trewجدول  یریادگی بیضر  α که در آن،

max𝑎𝑐𝑡′𝑄 (𝑠𝑡 ضریب تنزیل و
′, 𝑎𝑐𝑡𝑡

در  Qتابع  مقدار نیشتریب  ((′

 است. یزمان بعد

 روش پیشنهادی -۴

 طیدر شرا یپاداش تجمع یسازنهیشیب یبرا نهیبه استیس نییتع

 یبرابرق دشوار است.  متیق راتییرفتار کاربران و تغ تیعدم قطع

 یمبتن یتیتقو یریادگی کردیرو کیاز  مقاله نیدر ا ،لهأمس نیحل ا

تابع  که یطوربه شود،یاستفاده م [22]در  شدهبر معادله بلمن ارائه

 همگرا نهیبه مقداربه سمت  مکررصورت به Q(s,a) مقدار-لعم

مقدار آن به  (∞→i)ا تکراره تعداد شیافزا با که یاگونهبه شود،یم

 ریمقاد یشبکه عصب کیروش،  نیدر ا .شودیم کینزد نهیمقدار به

Q(s,a) یفعل تیبه وضع تمام اعمال شارژ و دشارژ با توجه یرا برا 

 نیشارژ( تخم یو تقاضا یمصرف انرژ زانیبرق، م متی)ق ستمیس

عنوان را دارد به ینیمقدار تخم نیشتریکه ب یعمل تیو در نها زندیم

 .شودیانتخاب م نهیبرنامه به

 معماری شبکه عصبی عمیق -۴-۱

. استشدهداده  اننش 1در شکل  شمای کلی معماری پیشنهادی

ساعت  24در  یمصرف یانرژ و برق متیامل قش یاصل یهایورود

 این معماری شامل دو زیر شبکه اصلی است: .استگذشته 

قیمت برق و های ها را از دادهاین شبکه ویژگی :15ششبکه نمای (1

 کند. شبکهاستخراج می LSTM با استفاده از شبکه مصرف انرژی

LSTM  یه که شامل یک لایه ورودی، سه لا تشکیل شده لایه 5 از 
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 محور برای مدیریت شارژ و دشارژ وسایل نقلیه الکتریکی.معماری کلی روش پیشنهادی داده :۱شکل 

 

 
 LSTM بینی مبتنی برچارچوب پیشنهادی برای شبکه پیش :2شکل 

قیمت برق  های. در لایه ورودی، دادهاستمخفی و یک لایه خروجی 

های مخفی وند. لایهشبه شبکه داده می و مصرف انرژی روز آینده

که هر کدام دارای تعداد مشخصی نورون هستند، امکان استخراج 

کنند. در نهایت، ها را فراهم میهای زمانی موجود در دادهوابستگی

هر . کندرا تولید می( ty)شده بینیلایه خروجی مقادیر پیش

و حالات( است  16هاشامل چند مؤلفه داخلی )دروازه  LSTMسلول

یادگیری  وکرده  مدیریتان اطلاعات را در طول زمان جریکه 

تعیین  )fΓ( 17یدروازه فراموش. سازندالگوهای متوالی را بهینه می

دروازه  .کند کدام اطلاعات از حالت قبلی کنار گذاشته شودمی

کند چه مقدار اطلاعات می مشخص  )uΓ( روزرسانیورودی یا به

کنترل  )oΓ( یدروازه خروجو  اضافه گردد (tc) جدید به حالت سلول

در نهایت،  .کند کدام بخش از حالت سلول به خروجی منتقل شودمی

حافظه بلندمدت شبکه را ذخیره و امکان نگهداری  حالت سلول

. این فرآیند در نمایدهای زمانی طولانی را فراهم میاطلاعات در گام

 .استنشان داده شده 2شکل بخش میانی 

ها، بهبود فرآیند آموزش و جلوگیری از ادهپردازش درای پیشب

 ها با استفاده ازحساسیت شبکه به مقادیر بزرگ، داده

MinMaxScaler سپس با  شوند.سازی می[ نرمال0،1ی ]به بازه

های زمانی مناسب ها به توالی، داده18استفاده از پارامتر پنجره لغزان

آموزش، از یند فرآدر طول  .گردندبرای ورود به شبکه تبدیل می

 20برازشجلوگیری از بیش به منظور 19«متوقف زودهنگا»تکنیک 

گردد. ذخیره می 21شود و مقدار تابع خطا در هر دورهاستفاده می

های آزمایش اعمال شده پس از اتمام دوره آموزش، مدل روی داده

های آزمایش با مقادیر واقعی، با شده از دادهبینیو نتایج پیش

 RMSE24 و ²R ،MAPE22، MAE23 معیارهایی مانند استفاده از

نشان داده  2. این فرآیند در بخش انتهایی شکل شوندارزیابی می

 حد چه تا مدل که دهدیم نشان R)2( ضریب تعیین. استشده

 0 نیب آن مقدار. کند ینیبشیپ را یواقع یهاداده راتییتغ توانسته

ی بالاتر دقت مدل اشد،ب ترکینزد یکبه  R² مقدار هرچه و است 1 و

 :شود( تعریف می5ه )معادلمطابق  . این معیاردارد

𝑅2 = 1 −
∑ (𝑦𝑖 − 𝑦𝑖

^)
2𝑛

𝑖=1

∑ (𝑦𝑖 − 𝑦𝑖
−)2𝑛

𝑖=1

  (5)  

 را ینیبشیپ یخطا( MAPE) مطلق نیانگیم یدرصد خطا اریمع

 رد خطا سهیمقا یبرا مناسب و کندیم انیب درصد صورتبه

 :است متفاوت اسیمق با ییهاداده

𝑀𝐴𝑃𝐸 =
100

𝑛
∑ |

𝑦𝑖 − 𝑦𝑖
^

𝑦𝑖

|

𝑛

𝑖=1

 (6)  
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 ریمقاد نیب مطلق اختلاف نیانگیم (MAE) مطلق یخطا نیانگیم

به   MAE نییپا مقدار. کندیم محاسبه را شدهینیبشیپ و یواقع

 :است مدل ترقیدق ینیبشیپ یمعن

𝑀𝐴𝐸 = ∑
|𝑦𝑖 − 𝑦𝑖

^|

𝑛

𝑛

𝑖=1

 (7)  

 یخطاها به حساس( RMSE) خطا مربعات نیانگیم شهیرمعیار 

 مقدار. کندیم مهیجر شتریب را تربزرگ یهااختلاف و است بزرگ

 :دقت بالاتر مدل است یبه معن RMSE نییپا

𝑅𝑀𝑆𝐸 = √
∑(𝑦𝑖 − 𝑦𝑖

^)2

𝑛
 (8)  

های خطای بینی و ویژگیاز دقت پیش جامعی یابیارزاین معیارها 

دهند. جزئیات بیشتر مربوط به تعاریف ریاضی و مدل ارائه می

 .استشدهبیان  [14]بندی این معیارها در مرجع فرمول

نشان  1جدول در   LSTMینیبشیپکاررفته در شبکه پارامترهای به

های اولیه انتخاب . این تنظیمات بر اساس آزمایشستاشده داده

 شود. حفظ ینیبشیآموزش و دقت پ یداریپا انیاند تا توازن مشده

 برازش،جلوگیری از بیش به منظور 25هانحذف تصادفی نوروپارامتر 

 د.کنصورت تصادفی غیرفعال می بهرا ها در هر لایه از نورون 20%

 نده،یهر گام آ ینیبشیپ یکه برا کندیم نییپارامتر پنجره لغزان تع

داده  24، از مقاله نیاستفاده شود؛ در ا یقبل یاز چند داده زمان

 یسازنهیبه .شودیفاده ماست یگام بعد ینیبشیپ یگذشته برا

این الگوریتم با  .شودیانجام م Adam تمیها با استفاده از الگوروزن

روزرسانی های به، گامشبکهها و نرخ یادگیری استفاده از گرادیان

 بهبود به کار نیا .کندصورت تطبیقی تنظیم میپارامترها را به

 و کندیم کمک آموزش سرعت شیافزا و یتجمع پاداش ییهمگرا

 یخروج. دهدیم کاهش را یمحل یهانهیکم در افتادن ریگ احتمال

( مشخص یزمان گام کی در برق متیق)مانند  است مقدار کی شبکه

 است هیلا هر در هانورون تعداد دهندهنشان پنهان یهاهیلا اندازه و

 یمتوال یالگوها ینگهدار و یریادگی یبرا شبکه تیظرف که

 .کندیم شخصم را یزمان یهایسر

 یبندزمان منظور به یشنهادیمدل پ یسازادهیپ یبرا :Q شبکه (2

استفاده  (DQN) قیعم Q شبکه از ،یبرق یشارژ و دشارژ خودروها

 استشده گرفتهمجزا به کار  یمدل دو شبکه عصب نیاست. در اشده

 شبکه و کندیم یابیارز را عامل ماتیتصم که ابیشبکه ارزشامل 

دارتر شدن یپا به تا شودیم یروزرسانبه یادوره طوربه که هدف

 شبکه توسط هایژگیپس از استخراج و .کند کمک یریادگی ندیفرآ

LSTMستگاهیا ییگوپاسخ قابل یتقاضا زانیمداده  با هایژگیو نی، ا 

. سپس شودیم دیتول هیاول یبندبرنامه زمان کی و شده بیترک شارژ

شارژ  نهیبه اقدام کیشده و شبکه داده   Q به شبکه هایژگیو نیا

 .کندیانتخاب م یهر بازه زمان یبرا را دشارژ ای

 کینورون و  64پنهان با  هیسه لا ،یورود هیلا کیشامل  Q شبکه

 شده،ینیبشیبرق پ متیشامل ق یورود هیاست. لا یخروج هیلا

 قابلتقاضا  زانیم یهاو داده شدهینیبشیپ یمصرف یانرژ زانیم

که  کندیم دیهفت مقدار گسسته تول یخروج هیاست. لا ییگوپاسخ

 دهدیو به شبکه امکان م دهدیسطوح مختلف شارژ را نشان م

 .بزند بیرا تقر Q و تابع گرفته ادیرا  دهیچیپ یالگوها

 یبرا ییهمگرا سرعت و یسادگ لیبه دل DQN تمیکه الگور یدر حال

 یهاروش ت،اس مناسب کوچک یهاطیمح و گسسته عمل یفضاها

 یفضاها تیریقادر به مد SAC  [3]و PPO  [16]مانند یترشرفتهیپ

 یهاطیبالاتر و عملکرد بهتر در مح یداریبوده و از پا وستهیپ عمل

 DQN از مقاله نیحال، در ا نیبرخوردارند. با ا یزینو ای دهیچیپ

 و اندگسسته یبرق یخودروها شارژ اقدامات رایاست، زاستفاده شده

تر ساده یسازادهیو پ ترعیکه آموزش سر است کوچک نسبتاً طیمح

 .سازدیم ریپذمدل را امکان

  DQNپارامترهای کلیدی مورد استفاده در فرآیند آموزش الگوریتم

اند که ضمن ای تنظیم شدهگونه. این مقادیر بهدهدنشان میرا 

فرآیند  و ناپایداری در برازشتضمین همگرایی مدل، از بیش

تعادل میان در  کلیدینقش  ε . پارامترکنندمییادگیری جلوگیری 

در ابتدای فرآیند . در طول آموزش دارد 27برداریو بهره 26اکتشاف

 را بهتر کند تا محیطصورت تصادفی عمل میآموزش، عامل اغلب به

 LSTMشبکه  ی: پارامترها۱جدول 

 مقدار پارامتر

 256 28اندازه دسته

 MSE-Loss نهیتابع هز

 2/0 هانورون یحذف تصادف

 Linear 29یسازتابع فعال

 Adam سازنهیبه

 لایه پنهان، خروجی( 3)ورودی،  5 هاهیلاکل تعداد 

 64 پنهان هیلا اندازه

 1 یاندازه خروج

 001/0 شبکه یریادگینرخ 

 24 پنجره لغزان

کند که در شروع، چقدر از رفتار عامل بشناسد. این پارامتر تعیین می

یعنی عامل در ابتدا فقط به دنبال اکتشاف  تصادفی باشد. مقدار یک

 995/0و با نرخ به تدریج  ε در طول آموزش، مقدار محیط است.

استفاده کند. با خود یابد تا عامل بیشتر از دانش قبلی کاهش می
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کمتر  01/0 شده یعنینباید از حداقل مقدار تعیین ε این حال، مقدار

در محیط را ادامه داده و  شود تا عامل همچنان بتواند فرآیند کاوش

طبق  ε ، مقداردورهبنابراین، پس از هر  .دانش جدیدی کسب کند

 :شودروزرسانی میزیر بهه معادل

𝜀 = max (𝜀 × 𝜀_𝐷𝐸𝐶𝐴𝑌_𝑅𝐴𝑇𝐸, 𝜀_𝑀𝐼𝑁) (9)  

با  خود راهای شبکه شبکه هدف در فواصل زمانی مشخص وزن

این کار باعث ثبات در  ند.کروزرسانی میبه 30های شبکه ارزیابیوزن

 بیشترین، ها در هر دورهحداکثر تعداد گام .دشومیفرآیند یادگیری 

، مقالهتواند در هر دوره بردارد. در این است که عامل می یتعداد گام

ساعته  24یک برنامه  معادل که استشدهدر نظر گرفته  24مقدار آن 

 .برای شارژ و دشارژ خودروهای برقی است

 یند آموزشفرآ -۴-2

 استیس نییتع یبرا قیعم یآموزش شبکه عصب ندیآفر 1 تمیلگورا

از شروع  قبل. کندیم انیبرا  یبرق یشارژ و دشارژ خودروها نهیبه

 هیاول یهر عامل مقدارده یبرا یتصادف ریبا مقاد طیآموزش، مح

 اتیتجرب یسازهیشب یبرا Q در جدول هیاول ریمقاد نیا .شودیم

 نهیبه استیس کیتا  دهدیاجازه م تمیو به الگور هشد رهیذخکاربر 

 ، زمان خروج خودرو(Arrt) شامل زمان ورود خودرو که ردیبگ ادیرا 

(Dept)یشارژ باتر یفعل تی، وضع (SOC)مقدار ، SOC   مطلوب و

 . است شارژ تیوضع

 نیا .شوندینشان داده م tθ با قیعم یشبکه عصب یپارامترها

 هستند Q شبکه و شینما شبکه یعنیشبکه،  هر دو یبراپارامترها 

شبکه هدف با  کیسپس  ،شده یمقدارده یابتدا به صورت تصادف و

عنوان به (θ_target) آن یو پارامترها شودیم جادیهمان ساختار ا

طور . شبکه هدف در طول آموزش بهشوندیقرار داده م  θاز یانمونه

 شود. دارتریپاآموزش  ندیرآفتا  شودیم روزبه یبا شبکه اصل یادوره

از زمان ورود  یعنیحضور هر خودرو  یزمان یهاشبکه متناظر با بازه

 ،شودیشارژ آموزش داده م ستگاهیدر ا زمان خروج تاو  Arrt خودرو

است. در هر گام زمانی،  Arrt−  Dept برابر دورهکه طول هر  یطوربه

 طبق سیاست که شارژ یا دشارژ است توان، نمایانگر tact یک عمل

ε-greedy  شود؛ به این صورت که با احتمالانتخاب می ε  یک عمل

،  ε1−شود و با احتمال انتخاب می اکتشاف،تصادفی برای تشویق به 

 برداری از دانشدهد، برای بهرهمی عملی که شبکه عصبی پیشنهاد

 شده، پاداشاجرای عمل انتخاب پس از. گرددشده انتخاب میکسب 

 منتقل ts+1 و سیستم به وضعیت بعدیبا عمل دریافت  trewر متناظ

ذخیره  31شدر حافظه بازپخ )ts,trew,tact,ts+1(انتقال  هر شود.می

 روزرسانی پارامترهای شبکه مورد استفاده قرارگردد تا برای بهمی

 

 Q : پارامترهای شبکه2جدول 

 مقدار پارامتر

 256 اندازه دسته

 001/0 (Lrشبکه ) نرخ یادگیری

 0/1 اپسیلون

 01/0 حداقل مقدار اپسیلون

 995/0 نرخ کاهش اپسیلون

 99/0 32)گاما( تنزیلضریب 

روزرسانی تعداد تکرار برای به

 33شبکه هدف
5 

 100000 اندازه حافظه

 24 ها در هر دورهحداکثر تعداد گام

 1/0 ضریب یادگیری )آلفا(

 لایه پنهان، خروجی( 3)ورودی،  5 هاهتعداد کل لای

 64 های پنهاناندازه لایه

 
 آموزش شبکه عصبی عمیق: ۱الگوریتم 

(، حداکثر تعداد rewقیمت برق، انرژی برنامه ریزی شده روزآینده، پاداش ) ورودی:

 (T( و دوره به روزرسانی شبکه هدف )Max_steps = 24گام در هر دوره )

 𝜃 بکه عصبی خروجی: پارامترهای ش

 (𝜃) مقداردهی اولیه تصادفی پارامترهای شبکه :1

← 𝜃𝑡𝑎𝑟𝑔𝑒𝑡: مقداردهی اولیه شبکه هدف :2  𝜃 

 :تکرار کن (Max_steps) تا (Epoch = 1دوره )برای هر  : شروع حلقه دوره آموزش:3
𝑠𝑡𝐴𝑟𝑟) دریافت حالت اولیه سیستم:     4

) 

زمان پایان  تا (𝑡𝐴𝑟𝑟زمان شروع شارژ) برای هر گام زمانی ازی: :     شروع حلقه زمان5

 شارژ 

       (𝑡𝐷𝑒𝑝) تکرار کن: 

 ε-greedy  با استفاده از سیاست (𝑎𝑐𝑡𝑡) انتخاب عمل:         6

 الت و انتقال به ح( 𝑟𝑒𝑤𝑡) ، دریافت پاداش(𝑎𝑐𝑡𝑡) شدهانتخاب اعمال عمل:         7

 (𝑠𝑡+1) بعدیس            

,𝑠𝑡) ذخیره انتقال:         8 𝑎𝑐𝑡𝑡, 𝑟𝑒𝑤𝑡 , 𝑠𝑡+1) در حافظه بازپخش (replay 

memory) 

 :بچ از حافظه بازپخشگیری یک مینینمونه :         9

𝐹 = {(𝑠𝑗 , 𝑎𝑐𝑡𝑗 , 𝑟𝑒𝑤𝑗 , 𝑠𝑗+1)} 𝑗=1
#𝐹  

 :بر اساس رابطه Q روزرسانی مقداربه       : 10

Q (𝑠𝑡, 𝑎𝑐𝑡𝑡)←(1-𝛼). Q (𝑠𝑡 , 𝑎𝑐𝑡𝑡) + 𝛼 ((𝑟𝑒𝑤𝑡+ 𝛾 . max𝑎𝑐𝑡′Q (𝑠𝑡
′, 

𝑎𝑐𝑡𝑡
′))   

 

 : بچمحاسبه تابع خطا روی مینی         :11

Loss =∑
1

𝑁

𝑁
𝑖=1 ([𝛾 . 𝑚𝑎𝑥𝑎𝑐𝑡′𝑄𝑡𝑎𝑟𝑔𝑒𝑡(𝑠𝑖

′, 𝑎𝑐𝑡𝑖
′) +  𝑟𝑒𝑤𝑖] −

             (𝑄𝑒𝑣𝑎𝑙(𝑠𝑖 , 𝑎𝑐𝑡𝑖)))
2

 

 :روزرسانی پارامترهای شبکهبه         :12

𝜃𝑡+1 ← 𝜃𝑡 − μ · ∇𝜃𝑡
.Loss (𝜃𝑡) 

← 𝜃𝑡𝑎𝑟𝑔𝑒𝑡 : سازی شبکه هدفگام، همگام T هر:         13  𝜃 
 𝑠𝑡+1 𝑠𝑡 ←:انتقال به حالت بعدی:         14
 :     پایان حلقه زمانی15

 : پایان حلقه دوره آموزش16
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ها از حافظه از این انتقال 34دسته کوچکزمانی، یک  گیرد. در هر گام

 اختلاف بین مقادیربر اساس برداری شده و تابع خطا بازپخش نمونه

Q مقادیرو بینی شده پیش Q ( محاسبه 10) هدف طبق معادله

 :شودمی

(10) 
𝐿𝑜𝑠𝑠 = ∑

1

𝑁

𝑁

𝑖=1

([𝛾 . 𝑚𝑎𝑥𝑎𝑐𝑡′𝑄𝑡𝑎𝑟𝑔𝑒𝑡(𝑠𝑖
′, 𝑎𝑐𝑡′)

+  𝑟𝑒𝑤𝑖] − (𝑄𝑒𝑣𝑎𝑙(𝑠𝑖 , 𝑎𝑐𝑡𝑖)))
2

 

س این خطا پارامترهای شبکه با استفاده از گرادیان نزولی بر اسا

θ𝑡∇در این معادله، .(11شوند )معادله روزرسانی میبه
Loss (θ𝑡). 

ها ، شامل وزن θگرادیان تابع خطا نسبت به تمام پارامترهای شبکه

کند که پارامترها این گرادیان مشخص می ت.های هر لایه اسو بایاس

ینی شده و بپیش Q چگونه باید تغییر کنند تا اختلاف بین مقادیر

 :هدف کاهش یابد Q مقادیر

𝜃𝑡+1  ←  𝜃𝑡  −  𝜇 ·  𝛻𝜃𝑡
. 𝐿𝑜𝑠𝑠 (𝜃𝑡) (11)  

 یروزرسانبه یام با شبکه اصلگ T هر هدف شبکه ن،یعلاوه بر ا

روند به شبکه اجازه  نیشود. ا دارتریآموزش پا ندیفرآتا  شودیم

شارژ و  یزیررنامهب یبرا نهیبه استیس کی جیتا به تدر دهدیم

 .ردیبگ ادی یبرق یدشارژ خودروها

 بندی روزانه شارژ/دشارژ خودروهای برقیزمان -۴-3

 روزانه شارژ و دشارژ بندیزمانیند پیشنهادی برای آفر 2الگوریتم 

دهد. ابتدا، پارامترهای شبکه عصبی از خودروهای برقی را نشان می

در شوند. سپس، ذاری میبارگ 1دیده شده در الگوریتم آموزشپیش

، اطلاعاتی Dept زمان خروج تا Arrt زمان ورود خودرواز  زمانی هر گام

 آیندهشده روز ریزیساعت گذشته، انرژی برنامه 24برق  مانند قیمت

های شود. شبکه نمایش ویژگیتقاضای انرژی استخراج میمیزان و 

با را ها و آن شده را استخراج کردهریزیقیمت برق و انرژی برنامه

 . در مرحله بعد، شبکهکندتقاضای انرژی ترکیب میمیزان های داده

Q کند. مقادیر عمل را محاسبه کرده و عمل بهینه را انتخاب می

عنوان برنامه شارژ/دشارژ خودرو برای بازه زمانی شده بهعمل انتخاب

 .شودمربوطه در نظر گرفته می

 تنظیمات آموزش و ارزیابی -۱-۱

و  LSTMبینی مبتنی بر پیشنهادی که شامل مدل پیش چارچوب

آموزش و  دوره 3000، برای است DQNبندی مبتنی بر شبکه زمان

به  1از  یجیطور تدربه لونیمقدار اپس ارزیابی شد. در طول آموزش،

برابر با  لونیکه مقدار اپس ییابتدا یها. در دورهابدییکاهش م 1/0

 دیجد یهانهیکتشاف و امتحان گزبه دنبال ا شتریاست، مدل ب 1

با نرخ  جیتدربه لونیآموزش، مقدار اپس ندیفرآ است. اما در ادامه

کاهش  نی. ارسدیم 1/0به مقدار  تیو در نها افتهیکاهش  995/0

مدل از مرحله اکتشاف به  شودیباعث م لونیمرحله به مرحله اپس

 ماتیتصم ،یلقب اتیبرود و با استفاده از تجرب یبردارسمت بهره

 .ردیبگ یبهتر

 شارژ سطح کردن محدود با که شده یطراح یاگونه به پاداش تابع

را  یاتیعمل نهیهز ستگاه،ی( در هنگام ورود به اSOC) یباتر هیاول

 ندیفرآ ت،یمحدود نیرا به حداقل برساند. ا مهیکاهش داده و جر

 جه،یر نت. دکندیم تیهدا نهیکم هز یهارا به سمت برنامه یریادگی

شارژ  یبرا یمؤثرتر یهاهمگرا شده و مدل به انتخاب یتجمع پاداش

 .ابدییدست م یبرق یو دشارژ خودروها

 نتایج تجربی -5

بندی شارژ و دشارژ در این بخش، عملکرد چارچوب پیشنهادی زمان

های واقعی ایالت با استفاده از داده DQN خودروهای برقی مبتنی بر

سازی پاداش شود. ارزیابی مدل در بیشینهمی کالیفرنیا ارزیابی

 هایهای برق تحت تنظیمات و پیکربندیتجمعی و کاهش هزینه

 یهای ساعتی قیمت برق و انرژی مصرفداده. شودشبکه بررسی می

 روز اول برای آموزش 20هستند. برای هر ماه،  2022مربوط به سال 

بندی ین تقسیمشوند؛ ااستفاده می مایشروز آخر برای آز 10و 

 .شده در مطالعات پیشین استها مطابق با استراتژی استفادهداده

 بندی شارژ و دشارژ روزانه وسایل نقلیه برقیزمان :2الگوریتم 

و  شده روز آیندهریزیانرژی برنامهشامل قیمت برق،  (𝑠𝑡) حالت سیستم :ورودی

 میزان تقاضای انرژی

𝑎𝑐𝑡𝑡𝐴𝑟𝑟:𝑡𝐷𝑒𝑝)  رژ/دشارژ خودرو برقی در بازه زمانیبندی شابرنامه زمان :خروجی
) 

 1از الگوریتم  (θ) دیدهبارگذاری پارامترهای شبکه آموزش :1

 :تکرار کن (𝑡𝐷𝑒𝑝) تا (𝑡𝐴𝑟𝑟) برای هر گام زمانی از : شروع حلقه زمانی:2

  شده روز آیندهریزیبرنامه ساعت گذشته و انرژی  24استخراج قیمت برق :     3

 برای استخراج (Representation Network) نمایشاستفاده از شبکه استخراج      :4

 شده ریزیبرنامه ها از قیمت برق و انرژی ویژگی       

 (𝑠𝑡) تقاضای انرژی برای تشکیل بردار حالتداده میزان ها با ادغام این ویژگی     :5

 :Q برای تمام اعمال ممکن با استفاده از شبکه Q قدارمحاسبه م:     6

   𝑄𝑣𝑎𝑙𝑢𝑒 ← Q (𝑠𝑡,  𝑎𝑐𝑡𝑡; θ) 
 :را دارد Q انتخاب عملی که بیشترین مقدار     :7

 𝑎𝑐𝑡𝑡 ←  𝑎𝑟𝑔𝑚𝑎𝑥𝑎𝑐𝑡 𝑄 (𝑠𝑡
′,  𝑎𝑐𝑡𝑡

′) 
 (𝑎𝑐𝑡𝑡) رقیدشارژ خودرو ب اجرای عمل شارژ/     :8

 پایان حلقه زمانی: 9

𝑎𝑐𝑡𝑡𝐴𝑟𝑟:𝑡𝐷𝑒𝑝) بندیبازگرداندن کل برنامه زمان: 10
) 
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 اولیهتنظیمات  -5-۱

 بندی مبتنی بر، یک خودروی برقی در چارچوب زمانمقالهدر این 

DRL 1 است که سطح شارژ باتری آن بیندر نظر گرفته شده 

. هنگام ورود به کندمی)حداکثر شارژ( تغییر  24 )حداقل شارژ( و

تواند از میان هفت سطح گسسته ایستگاه شارژ هوشمند، خودرو می

،  -01/0،  0،  01/0،  02/0 ، 03/0} تشارژ/دشارژ که به صور

 .انتخاب کندیک سطح را  ،اندتعریف شده مگاوات {-03/0،  -02/0

دشارژ و  دهندنشان شارژ، مقادیر منفی دهندهنشانمقادیر مثبت 

 .دهنده عدم انجام عمل استصفر نشان

که متناظر با هفت است شامل هفت واحد  DQN لایه خروجی شبکه

. پارامترهای شبکه با استفاده از توزیع استشارژ/دشارژ موجود  سطح

نرمال مقداردهی اولیه شده و در طول آموزش با استفاده از الگوریتم 

برابر  (γ) تنزیلشوند. ضریب رسانی میروزسازی مناسب بهبهینه

های فوری و هم است تا هم پاداشدر نظر گرفته شده 99/0

گیری لحاظ شوند. کل این کار با استفاده در تصمیم آیندههای پاداش

 PyTorch و چارچوب یادگیری عمیقپایتون  نویسیاز زبان برنامه

 .توسعه یافته است

 انرژیهای قیمت برق و مصرف داده -5-2

اپراتور  یرسم تیسابوده و از وب 2022 سالها مربوط به داده نیا

 افتیدر 35 [23](CAISO) ایفرنیکال التیبرق ا ستمیمستقل س

، استثبت شده یاقهیصورت پنج دقبرق به متیاند. داده قشده

 متیمقدار ق 288مقدار و در هر روز  12که در هر ساعت  یاگونهبه

و صفر هستند.  یمثبت، منف ریها شامل مقادداده نی. اشودیثبت م

 شوندیشناخته م یاتم یهاعنوان دادهمعمولاً به یصفر و منف ریمقاد

 طیشرا یدر برخ یمنف ریحال، مقاد نیبا ا .که کنترلشان دشوار است

 یانرژ دارانیخر یبرا یشبکه کمک کرده و از نظر اقتصاد یردایبه پا

دهنده اطلاعات مربوط به نشان ،یداده انرژ .هستند سودمند

 ها،روگاهیتقاضا ن زانیها مداده نیهستند. ا ندهیروز آ یزیربرنامه

 نییروز بعد تع یبرق را برا دکنندگانیکنندگان و تولمصرف

 برق متیق یهامشابه داده یانرژ یهاداده ی. ساختار زمانکنندیم

مجموعه داده در  نیا .است روز هر یبرا مقدار 288 شامل و بوده

 .اندشدهاستفاده  [25 ,24 ,5 ,3]مانند  نیشیمطالعات پ

 نیا. است مگاوات حسب بر یانرژ یتقاضا زانیم به مربوط ریمقاد

 شده افتیرد CAISO 36روزه کی شدهینیبشیپ یهاداده از ریمقاد

را  شدهینیبشیپ یتقاضا زانیم تیوضع شدهیبندصورت زمانبه و 

و  یطراح یها براداده نی. از اکنندیروز مشخص مدر طول شبانه

در  یبرق یشارژ و دشارژ خودروها یزمانبند تمیالگور یسازادهیپ

و  نهیبه یمصرف انرژ کاهش جهت به یشنهادیشارژ پ ستگاهیا

 .استشده استفاده برق یهانهیهز

در  یبرق یشارژ خودروها یهاستگاهیا یهاداده یآورجمع یبرا

استفاده  OpenChargeMap تیسا APIاز  یشنهادیروش پ

 ایفرنیکال التیشارژ در ا یهاستگاهیاست تا اطلاعات مربوط به اشده

 رینظ ییبخش، پارامترها نیگردد. در ا یآور)شهر آدلانتو( جمع

 تی، موقعهاستگاهیا یشارژرها تینوع و ظرف ها،هستگایتعداد ا

 . شودیم افتیو در یبررس ...تعداد نقاط شارژ و  ،ییایجغراف

 ها و آموزش مدلبندی دادهتقسیم -5-3

های با نسبت مایشهای آموزش و آزها به زیرمجموعهمجموعه داده

 امکان آزمایش-بندی آموزش. این تقسیماندهتقسیم شد %30و  70%

 در که طورهمان کند،می فراهم را مدل تعمیم قابلیت ارزیابی

، [28-26] مثال عنوانبه) استشده داده نشان نیز پیشین مطالعات

عنوان ورودی به شده بههای آمادهمجموعه داده. ([3] ،[5]، [13]

مصرفی انرژی  میزانبینی قیمت برق و برای پیش LSTM لمد

به الگوریتم  LSTM هایبینیپیش. سپس، شوندمی استفاده

تا عملیات شارژ و دشارژ  شودداده می DQN بندی مبتنی برزمان

 .سازی شودخودروهای برقی بهینه

بینی قیمت برق و برای پیش LSTM عملکرد مدل -5-۴

 مصرف انرژی

 ینیبشیپ یبرا LSTM یعصب شبکه مدل عملکرد ش،بخ نیدر ا

 متیق ینیبشی. پشودیم یابیارز یمصرف انرژ زانیبرق و م متیق

نمایش و  برای افزایش وضوحاست. نشان داده شده 3برق در شکل 

شده، محدوده افقی بینیمقایسه بین مقادیر واقعی و پیش ربهت

 ، شبکه3طبق شکل  .استدر نظر گرفته شده 1500تا  0ها از داده

LSTM ینیبشیپ و ردیبگ ادی یخوببه را هاداده راتییتوانسته تغ 

 کینزد یواقع مقدار به شدهینیبشیپ مقدار نقاط، شتریب در. کند

برای ارزیابی  .است مدل مناسب عملکرد دهندهنشان که است

تر عملکرد مدل پیشنهادی، اختلاف بین مقادیر واقعی و دقیق

در شکل صورت جداگانه شده برای قیمت برق محاسبه و بهبینیپیش

دهد که مقدار خطا نشان می هشده است. نتایج مربوط نشان داده 4

قرار دارد که بیانگر وجود انحراف محدود و  +26تا  -20در بازه 

دهد که مدل ها است. این موضوع نشان میبینیشده در پیشکنترل

ت را با دقت مناسبی دنبال کند، قادر است روند کلی تغییرات قیم

برآوردی جزئی برآوردی یا بیشهرچند در برخی نقاط دچار کم

 .شودمی
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 LSTM مدل .شودمشاهده می 5در شکل  یمصرف انرژ ینیبشیپ

ام 25بینی مقدار داده در گام زمانی با ساختار پیشنهادی، برای پیش

ها بیشتر بینییشکند. به همین دلیل پمقدار قبلی استفاده می 24از 

ساعت گذشته نزدیک هستند؛ به  24به میانگین مصرف انرژی در 

تا  1500های واقعی مصرف انرژی در بازه این صورت که وقتی داده

قرار  2300تا  1800شده در بازه بینیهای پیشهستند، داده 2500

 .ساعته است 24گیرند که این به خاطر اثر پنجره زمانی می

شده برای  بینیاختلاف بین مقادیر واقعی و پیشبرق، مشابه قیمت 

نشان داده  6در شکل صورت جداگانه محاسبه و بهنیز مصرف انرژی 

 +647تا  -483دامنه خطا در بازه  شده است. مطابق این شکل،

تر با توجه به ماهیت نوسانی و گستره بزرگ شود کهمیمشاهده 

ها قابل قبول سه با مقیاس دادهمقادیر انرژی، این میزان خطا در مقای

تر دهنده توانایی مدل در یادگیری الگوهای پیچیدهبوده و نشان

ها با مقادیر بینیمصرف است. با وجود این نوسانات، روند کلی پیش

 .راستا بوده و مدل از پایداری مناسبی برخوردار استواقعی هم

من حفظ دهد که مدل پیشنهادی ضطور کلی، نتایج نشان میبه

دقت قابل قبول، توانایی مناسبی در تطبیق با تغییرات زمانی و 

 .ها داردشرایط غیرخطی موجود در داده

معرفی شده در های ارزیابی معیاربا استفاده از  ،بدست آمدهنتایج 

با  .نداهبررسی شد RMSEو  R² ،MAPE ،MAEشامل  1-4بخش 

ر مجموعه داده، توجه به وجود مقادیر صفر یا نزدیک به صفر د

قابل اعتماد نیست. بنابراین، یک شاخص خطای  MAPE استفاده از

کار ( تعریف و به12مطابق معادله ) Safe-MAPE شده به ناماصلاح

 Safe-MAPE-Accuracyبا عنوان  نیز مکمل آناز گرفته شد و 

(، این 6استفاده شد. با افزودن یک عدد کوچک به مخرج معادله )

کند و قابلیت تر میبینی را مقاومخطای پیشتخمین  ،شاخص

بخشد. جزئیات بیشتر در مورد اطمینان ارزیابی مدل را بهبود می

 .موجود است [11]در مرجع  Safe-MAPE های دیگرنسخه

𝑆𝑎𝑓𝑒_𝑀𝐴𝑃𝐸 =
100

𝑁
∑

|𝑦𝑖 − 𝑦𝑖
^|

𝑚𝑎𝑥(|𝑦𝑖| − |𝑦𝑖
^|, ∈)

𝑛

𝑖=1

 (12) 

 ،R²شاخص مطابقو  3جدول  برق، بر اساس متیق ینیبشیپ یبرا

 به را یواقع یهاداده راتییاز تغ %92مدل توانسته است حدود 

 توسط شدهیریگاندازه ینسب ی. خطاکند ینیبشیپ یدرست

 مقدار قابل که دهدیرا نشان م %8حدود  Safe-MAPE شاخص

-Safe-MAPE شاخص ن،یا بر علاوه شود.قبولی محسوب می

Accuracy ها را با دقت از داده %92آن است که مدل حدود  انگریب

برابر  RMSE و 6برابر با  MAE ادیراست. مقکرده ینیبشیمناسب پ

 .کنندهای مدل را تأیید میبینیواحد نیز دقت مناسب پیش 24با 

 
  LSTM بینی قیمت برق با استفاده از مدلپیش : 3شکل 

 شده قیمت برقبینیاختلاف مقدار واقعی و پیش: ۴شکل 

 LSTM  بینی مصرف انرژی با استفاده از مدلپیش: 5شکل 

 مصرف انرژی شدهبینیاختلاف مقدار واقعی و پیش: 6شکل 

، مدل توانسته است 4جدول مطابق  ،یمصرف انرژ ینیبشیپ یبرا

 یکند. خطا ینیبشیرا پ یواقع یهاداده راتییاز تغ %50حدود 

 است %6حدود  Safe-MAPE توسط شاخص شدهیریگاندازه ینسب

 249برابر با  MAE . مقدارشودیمحسوب م یمقدار قابل قبولکه 

 دهندهواحد است که نشان 390در حدود  RMSE واحد و مقدار

 با وجود نوسانات ،یمصرف انرژ ینیبشیعملکرد مناسب مدل در پ

 ی است.واقع یهاموجود در داده

را در طول  میانگین مربعات خطا 7شکل توجه به تابع خطا،  با

 دهد. مقدار خطا دربینی قیمت برق نشان میدل پیشآموزش م
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 بینی قیمت برقهای ارزیابی برای پیششاخص :3جدول 

RMSE MAE Safe_MAPE 

_Accuracy 

Safe_MAPE 2R 

43/24 72/5 88/91 22/8 9187/0 

ف انرژیبینی مصرهای ارزیابی برای پیش: شاخص۴جدول   

RMSE MAE Safe_MAPE 

_Accuracy 

Safe_MAPE 2R 

88/389 19/249 06/94 94/5 5003/0 

با ادامه فرآیند آموزش، خطا  ه کهبود %1/0اولین دوره حدود 

برازش، از تکنیک منظور جلوگیری از بیشتدریج کاهش یافت. بهبه

بیست جا، این تکنیک در دوره زودهنگام استفاده شد. در اینتوقف 

فعال شد و در این مرحله، مقدار خطا به عدد بسیار کوچک  و سوم

دهد که مدل پیش از افت رسید. این موضوع نشان می 00015/0

 است.عملکرد، در زمان مناسبی متوقف شده

شارژ برای ساعته  2۴ پیشنهادی بندیبرنامه زمان -5-5

 خودروهای برقی

 یبرق یشارژ و دشارژ خودروها یبنداز برنامه زمان یانمونه 5جدول 

تا  دهدیبرنامه به کاربران امکان م نی. ادهدیرا نشان م یشنهادیپ

دشارژ  ایشارژ  یبرا نهیشب قبل، زمان به ای ستگاهیقبل از ورود به ا

کاهش  شارژ هزینهکه  ایگونه خودروهای خود را انتخاب کنند، به

 و ایستگاه بتواند بد، مصرف انرژی در سطح مطلوب حفظ شودیا

انرژی »و « قیمت برق». ستون مورد نیاز را پاسخ دهدانرژی تقاضای 

با سه   LSTM با استفاده از شبکه 5جدول شده در ارائه« مصرفی

ظرفیت ایستگاه « اضامیزان تق» اند. ستونبینی شدهلایه مخفی پیش

نیاز شارژ خودروهای برقی در ایالت کالیفرنیا انرژی مورد برای تأمین 

 است.ها دهد و مربوط به تمامی ایستگاهرا نشان می

 بندی شارژ خودروهای برقیبرای زمان DQNعملکرد  -5-6

 پیشنهادی DQN پاداش تجمعی مدل: پاداش تجمعی ( ارزیابی۱

و در دوره ارزیابی  3000های آموزشی تا دورهتعداد متنوعی از برای 

دهنده تثبیت دلار همگرا شد که نشان -21 تقریبی مقدارنهایت به 

بندی شارژ رفتار مدل و یادگیری سیاست بهینه برای زمان

 دوره آزمایش 3000پاداش تجمعی پس از های برقی است. خودرو

 ارائه شده هایشده است. در مقایسه با روش نشان داده 8در شکل 

 -151و  -40، -26به ترتیب به حدود  که [21]و  [20]، [5]در 

دهد. تری را نشان میهدلار همگرا شدند، روش پیشنهادی عملکرد ب

های ها مقادیر عمل و دادهین روشدر همه ابرای مقایسه منصفانه، 

 .اندقیمت برق مشابه روش پیشنهادی در نظر گرفته شده

 

 
برای  LSTM روند خطای اعتبارسنجی در مدل پیشنهادی :7شکل 

 بینی قیمت برقپیش

 متیق ینیبشیشامل پ یشنهادیپ یبنداز برنامه زمان یا: نمونه5جدول 

 یبرق یشارژ خودروها یو تقاضا یه، مصرف انرژساعت 2۴برق 

 

به عملکرد روش پیشنهادی  :ارزیابی هزینه تجمعی شارژ( 2

ه روز آزمایشی ارزیابی شد 120در طول های پیشین همراه روش

ه ( محاسبه شد13برای هر روز، هزینه شارژ مطابق معادله )است. 

 است:

𝐶ℎ𝑎𝑟𝑔𝑖𝑛𝑔_𝑐𝑜𝑠𝑡 = ∑ 𝑃𝑡 . 𝑎𝑐𝑡𝑡

𝑡𝐷𝑒𝑝

𝑡=𝑡𝐴𝑟𝑟

 (13) 

نشان  های مختلفروشرا برای های تجمعی شارژ هزینه 9شکل 

سازی )روز ر لحظه شروع شبیهبایستی توجه داشت که ددهد. می

گیری در های تصمیمصفر(، به دلیل تفاوت شرایط اولیه و سیاست

متفاوت ها های مختلف، مقادیر هزینه تجمعی بین روشالگوریتم

 از فهیوظ یاجرا و منابع صیتخص نیاول ها،تمیالگور یدر برخاست. 

 نهیهز ،نیبنابرا شود؛یانجام م یسازهیشب ندیفرآ یابتدا همان

 مشاهده رصفریغ هیاز همان نقطه ثبت شده و مقدار اول یتجمع

 اریبس ریبا تأخ نهیها ثبت هزروش ی. در مقابل، در برخشودیم

 در .شودیداده م شیبرابر صفر نما هیو مقدار اولآغاز شده  یکوتاه

روش پیشنهادی  با استفاده از تجمعی شارژ کاهش هزینه ،این شکل

های دیگر مشهود نسبت به روش بندی شارژ خودروهای برقیزمان

به روزه  120دوره  انتهایعنوان مثال، روش پیشنهادی در . بهاست

  یده در صورتی که این هزینهدلار رس 10برابر با هزینه تجمعی شارژ 

 )ساعت(زمان  قیمت برق انرژی قاضامیزان ت

95/3259 881/2020 124/77 1 

63/3۱23 37/1992 605/69 2 

5۱/3۱90 626/1980 049/67 3 

۱9/33۱6 79/1949 429/67 4 

95/35۱6 175/1952 794/70 5 
. 

. 

. 

. 

. 

. 

. 

. 

. 

. 

. 
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 بینی قیمت برق مبتنی بر روش پیشنهادیپاداش تجمعی پیش :8شکل 

 
 های پیشینهای تجمعی شارژ روش پیشنهادی و روشهزینه :9شکل 

 

که نشان دهنده  بودهدلار  17برابر با  Q [4 ,5]برای روش پایه شبکه 

 درصدی نسبت به آن است. 41بهبود 

 تحلیل حساسیت پارامترهای الگوریتم پیشنهادی -5-7

منظور بررسی تأثیر پارامترهای یادگیری بر عملکرد مدل به

، نرخ (γ) تنزیلپیشنهادی، تحلیل حساسیت بر روی ضریب 

برای  .ه استنجام شدا عملو ضریب جریمه تغییر  (Lr) یادگیری

بر  ایشبکهصورت جستجوی ها بهای از آزمایشاین منظور، مجموعه

های مختلف این پارامترها اجرا گردید و میانگین پاداش روی ترکیب

 هر حالت محاسبه شد.  ساعت برای 24در نهایی مدل 

در  (γ) ر مختلف ضریب تنزیلامقدسه نتایج تحلیل حساسیت برای 

دهد که عملکرد مینشان است. این شکل داده شده  مایشن 10شکل

جریمه در تابع پاداش  بیضریادگیری و طور همزمان به نرخ مدل به

جا شده و ، ناحیه بهینه پارامترها جابهγ با تغییر مقدار وابسته است.

مقدار بیشینه پاداش در نقاط متفاوتی از فضای پارامترها مشاهده 

 نرخ در مدل عملکرد نیبهتر آمده،دستبه جیبر اساس نتا. شودمی

 نیاست. در احاصل شده 001/0 شبکه یریادگیو نرخ  99/0 لیتنز

+ 31/0پاداش به حدود  نیانگی، م-01/0 مهیجر بیضرحالت، با 

همزمان  میکه عملکرد مدل به تنظ دهدینشان م جیاست. نتادهیرس

 هر رییوابسته بوده و تغ مهیجرو   شبکه یریادگینرخ  ل،ینرخ تنز

 

 

 
نقشه  تحلیل حساسیت پارامترهای یادگیری تقویتی بر اساس: ۱0شکل 

  (γ) تنزیلضریب  حرارتی برای مقادیر مختلف

 رگذاریعامل تأث یریادگی تیفیبر ک تواندیپارامترها م نیاز ا کی

 -01/0 مهیجرو  =99/0γ= ،001/0α بیطور خاص، ترکباشد. به

 ریبهتر مدل نسبت به سا ییتر و همگرامنجر به عملکرد مطلوب

 انگریب جینتا نیا ن،یاست. همچنشده شده،یبررس ماتیتنظ

 مناسب انتخاب تیاهم و پرپارامترهایها به مدل یبالا تیحساس

 .است مناسب ییهمگرا و داریپا رفتار به یابیدست یبرا هاآن

 گیرینتیجه -6

بندی شارژ خودروهای برقی با ادغام زمانله أمسدر این مقاله، 

های یادگیری تقویتی عمیق های زمانی و تکنیکبینی سریپیش
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میزان های تاریخی قیمت برق و ابتدا، داده .رد بررسی قرار گرفتمو

و داده روز دیده آموزش LSTM هایمصرف انرژی با استفاده از شبکه

مدل  یهاعنوان ورودینتایج بهاین بینی شدند. پیشآینده 

بندی شارژ خودروهای . سپس، زماناستفاده شدندگیری تصمیم

برای  .سازی شدمدل گیری مارکفمصورت یک فرآیند تصمیبرقی به

میزان و  برق بندی در شرایط عدم قطعیت قیمتزمانله أمسحل 

توسعه داده شد که از طریق تعامل با محیط،  DQN تقاضا، یک شبکه

آموزد. یک شبکه عصبی کاملاً متصل استراتژی شارژ بهینه را می

ترین بالابا عمل  که گردیدشارژ استفاده  مقدار-عملبرای تخمین 

 ه استنتایج تجربی نشان داد .کندمیمقدار مورد انتظار را انتخاب 

طور مؤثر تواند هزینه تجمعی شارژ را بهکه روش پیشنهادی می

را در طول زمان افزایش  تجمعیکاهش داده و در عین حال پاداش 

راهکاری عنوان به تواند به این دلایل، روش پیشنهادی میدهد. 

 مورد استفاده قرار ی شارژ هوشمند خودروهای برقی امیدوارکننده برا

 نهیقابل توجه در کاهش هز ییدهنده کاراآن نشان جیو نتا گیرد

 .است یپاداش تجمع شیشارژ و افزا یتجمع
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