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Abstract- Semantic image segmentation based on Convolutional Neural Networks (CNNs) is one of the main 

approaches in computer vision area. The methods based on deep convolutional neural networks, typically use a 

pre-trained CNN trained on the large image classification datasets as a backend to extract features (image 

descriptors) from the images. Whereas, the special size of output features from CNN backends are smaller than 

the input images, by stacking multiple deconvolutional layers on the last layer of backend network, the 

dimension of the output will be the same as the input image. Segmentation using local image descriptors 

without involving relationships between these local descriptors yield weak and uneven segmentation results. 

Inspired by these observations, in this research we propose Context-Aware Probabilities (CAP) unit. CAP unit 

generates probabilities for classes using local-image descriptors. This unit can be used in any semantic image 

segmentation architectures. We used CAP unit in Fully Convolutional Network (FCN) and DeepLab-v3-plus 

architectures and propose the new FCN-CAP and DeepLab-v3-plus-CAP architectures. Training the proposed 

architectures on PASCAL VOC2012 dataset shows 1.9% and 0.4% accuracy improvement compared to the 

corresponding basic architectures, respectively. 

 

Keywords- Semantic Image Segmentation, Deep Neural Network (DNN), Convolutional Neural Network 

(CNN), Context-Aware Probabilities (CAP) Unit. 
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 احتمالات آگاه به محتوا برای قطعه بندی معنایی تصویر
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 وتریکامپ ی، دانشکده مهندستهران، لویزان، دانشگاه تربیت دبیر شهید رجایی، حمیدرضا رشیدی کنعاننشانی نویسنده مسئول:  *

های عصبی عمیق، از رویکردهای مهم محققان بینایی ماشین می باشد. در روش های بندی معنایی تصویر مبتنی بر شبکهقطعه -هچکید

پایه که برای کاربرد شناسایی تصویر، آموزش دیده است، بمنظور استخراج -، بطور کلی از یک شبکههای عصبی عمیقمبتنی بر شبکه

باشد، لذا با می کوچکتر از تصویر ورودی ،پایه-هایاز این شبکههای خروجی شود. از آنجا که ابعاد ویژگیویژگی از تصویر استفاده می

ها را به اندازه ابعاد تصویر وروی های خروجی از این شبکهپایه، ابعاد ویژگی-هایی به انتهای این شبکهپیچشاضافه کردن چندین لایه 

به  های محلی، منجرپایه، بدون در نظر گرفتن ارتباط کلی بین این ویژگی-هایمحلی خروجی از شبکه هایرسانند. استفاده از ویژگیمی

شود. این پیشنهاد می 1"واحد احتمالات آگاه به محتوا"شود. بر این اساس، در این تحقیق واحدی با نام بندی ضعیف و ناهموار میقطعه

. واحد کندمختلف را در تصویر تولید می هایکلاساحتمال حضور بردار پایه، -هایهای محلی خروجی از شبکهواحد با کمک ویژگی

به  CAPپیشنهادی  با اضافه کردن واحد ،در این تحقیقبندی معنایی تصویر قرار داد. های مختلف قطعهتوان در معماریپیشنهادی را می

منظور ه. بشده استپیشنهاد  CAP-plus-v3-DeepLabو  CAP-FCN یهامعماریبه ترتیب ، plus-v3-DeepLabو  2FCNپایه های معماری

 یهامعماریدهد که  نشان میها نتایج آزمایش. ه استاستفاده شد PASCAL VOC2012پیشنهادی از دادگان  هایآموزش معماری

 ( دارد.mIoUبهبود دقت )درصد 4/0درصد و 9/1مربوطه، به ترتیب پایه  یهامعماریبه  پیشنهادی نسبت

 .، واحد احتمالات آگاه به محتوایپیچشهای عصبی های عصبی عمیق، شبکهبندی معنایی تصویر، شبکهقطعه ی کلیدی:هاواژه

 

 مقدمه -1

های انجام شده در زمینه تصویر برداری و تولید تصاویر با پیشرفت

بندی دقیق تصویر پذیری بالا، نیاز به قطعهدیجیتال با تفکیک

ترین اساسیگردد، به نحوی که یکی از بیش از پیش احساس می

 ،از طرف دیگر باشد.بندی تصویر میمراحل پردازش تصویر، قطعه

های بینایی بندی تصویر از مراحل اولیه الگوریتماز آنجا که قطعه

بندی، تاثیر زیادی در نتایج باشد، لذا انجام دقیق قطعهماشین می

 مراحل بعدی خواهد داشت.

عصبی عمیق،  هایهای مبتنی بر شبکهدر سالهای اخیر روش

های پیشین که بر پایه پیشرفت بسیاری نسبت به روش

های ها در کاربرداند. این روشهای مهندسی است، داشتهویژگی

[، 2بندی تصویر ][، قطعه1بندی تصویر ]متفاوتی مانند طبقه

های [ و غیره پیشرفت4[، بازشناسی رفتار ]3بازشناسی صوت ]

 اند.داشتههای پیشین زیادی نسبت به روش

به فرآیندی که پیکسل های مشابه را در تصویر در یک دسته 

، در حالی که [5]گویند بندی تصویر میدهد، قطعهبندی قرار می

بندی معنایی تصویر، بخش هایی از تصویر که مربوط به در قطعه
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بندی قرار در یک دسته ،باشداز یک کلاس خاص می ءیک شی

تصویر مشاهده می شود،  (1شکل )همانطور که در  .گیردمی

-قطعهی خروج راست سمت ریتصو و مدلی ورود سمت چپ

بندی به عبارت دیگر، قطعهمی باشد.  مدلمعنایی  شدهی بند

طوریکه هر باجزای تصویر به کلاس های از پیش تعیین شده 

بندی معنایی کلاس معنای یک بخش را مشخص کند، قطعه

-بندی معنایی تصویر از عملیات پایهقطعهشود. نامیده میتصویر 

های ای در بسیاری از کاربردهای بینایی ماشین مانند، خودرو

[ 8] 5[ و درک صحنه7] 4[، تجزیه اجزای بدن6] 3بدون سرنشین

 .است

بیشتر رویکردهای مرزهای دانش، مبتنی بر رویکرد معماری 

FCN [2می ]های مبتنی بر شبکهعماریباشد. این معماری از م-

های . در روش های مبتنی بر شبکهاستهای عصبی عمیق 

، که برای کاربرد 6پایه-عصبی عمیق، بطور کلی از یک شبکه

 ImageNet [9]شناسایی تصویر با دادگان بسیار بزرگ مانند 

-آموزش دیده است، برای استخراج ویژگی از تصویر استفاده می

پایه استفاده شده در این مقالات، -هایشود. از جمله شبکه

AlexNet [1 ،]VGG [10 ،]ResNet [11 ،]هایشبکه

GoogleNet [12 و ]Xception [13 ]های. تمامی شبکههستند-

که معمولا  پیچشی هستندهای عصبی پایه مذکور، از نوع شبکه

 7میانگین تجمعی و پیچشهای از پشت سرهم قرار دادن لایه

های تصویر ی، ویژگیپیچشهای . با استفاده از لایهبوجود آمده اند

، مقدار میانگین تجمعهای شوند و با استفاده از لایهاستخراج می

انتخاب شده  میانگین تجمعها در پنجره لایه بیشینه این ویژگی

با  ،میانگین تجمعشوند. در لایه و به لایه بعدی انتقال داده می

یه مقادیر، اندازه ابعاد مکانی انتخاب مقدار بیشینه و حذف بق

یابد. لازم به ذکر تصویر وروی )طول و عرض تصویر( کاهش می

میانگین ها در لایه است که با حذف مقادیر زیادی از ویژگی

 رود.، اطلاعات زیادی از بین میتجمع

 
 و مدلی ورود چپ سمت ریتصو، : قطعه بندی معنایی تصویر1شکل 

 [.33]است مدلمعنایی  شدهی بندقطعهی خروج راست سمت ریتصو

 

های استخراج شده در لایه اول ، ویژگی[14]با توجه به مقاله 

های . به این ویژگیاستهای ساده شامل خطوط، نقاط و خم

گویند. می 8پایین-های سطحاستخراج شده در لایه اول، ویژگی

در کاربرد شناسایی تصویر پایین هر چند -های سطحاین ویژگی

، ولی استاند( بسیار مفید )کاربردی که برای آن طراحی شده

. مشکل هستندساز بندی معنایی تصویر مشکلبرای کاربرد قطعه

بدین علت است که، این لایه،  میانگین تجمعساز بودن لایه 

 کند، در حالی که اینپایین را حذف می-های سطحویژگی

های موجود در تصویر سازی حاشیه کلاسها برای بازویژگی

 .استبندی شده خروجی، ضروری قطعه

های مختلف با قرار دادن لایه ،پیچشیهای عصبی در شبکه

به صورت پشت سر هم، رفته رفته ابعاد  میانگین تجمعی و پیچش

های های استخراج شده کوچکتر، عمق ویژگیمکانی ویژگی

های استخراج شده پیچیدگی ویژگیاستخراج شده بیشتر و 

های استخراج به میزان پیچیدگی ویژگی هشود. بستبیشتر می

-های سطحها را به سه دسته ویژگیتوان این ویژگیمی ،شده

 10بالا-های سطحو ویژگی 9متوسط-های سطحپایین، ویژگی

 ((.2بندی کرد )شکل )طبقه
 

 
 .VGG16ی عمیقپیچش: معماری شبکه های عصبی 2شکل 

 

، از آنجا که ابعاد مکانی FCNدر رویکردهای مبتنی بر معماری 

پایه کوچکتر از اندازه تصویر -هایهای خروجی از شبکهویژگی

ی به انتهای پیچشباشد، با اضافه کردن چندین لایه ورودی می

ها را این شبکههای خروجی از پایه، اندازه ویژگی-هایاین شبکه

ی دبه اندازه تصویر ورو deconvolutionalلایه های استفاده از با 

 رسانند.می

پایه، تصویر ورودی را -های خروجی از یک شبکهمجموعه ویژگی

 ،پایه-هایکنند. بعبارت دیگر، خروجی این شبکهتوصیف می

ای از بردارهای توصیفگر محلی است، که کل این مجموعه



 و همکاران نصیری....... معنایی تصویر.......................................................................................................احتمالات آگاه به محتوا برای قطعه بندی 

 

34 

 

بندی معنایی کند. در قطعهویر ورودی را توصیف میمجموعه، تص

-محلی خروجی از شبکه تصویر، استفاده از بردارهای توصیفگر

ها، پایه، بدون در نظر گرفتن ارتباط کلی بین این ویژگی-های

بندی شود. لذا، در قطعهبندی ضعیف و ناهموار میمنجر به قطعه

بندی شده با دقت عهمعنایی تصویر، برای بدست آوردن تصویر قط

بالا -های سطحبایستی ارتباط بین ویژگی ،بالا و یکنواختی بیشتر

به  ،بندی معنایی تصویررا در نظر گرفت. بعبارت دیگر، در قطعه

هایی که کل تصویر را ، یعنی ویژگی11تصویر-های سطحویژگی

 .هستیمکنند، نیازمند توصیف می

بندی معنایی تصویر در قطعههای دیده شده در با توجه به ضعف

تصویر، تحقیقات انجام شده در این -های سطحقسمت ویژگی

مقاله در جهت بهبود این ضعف متمرکز شده است. برای واضع 

تصویر، این موضوع را با یک -های سطحشدن اهمیت ویژگی

( را در نظر بگیرید، با استفاده از 3کنیم. شکل )تصویر تشریح می

در این تصویر قایق روی آب به اشتباه به  FCN [2] معماری

علت رخ  بندی شده است. این اشتباه به اینعنوان خودرو، قطعه

های های توصیفگر محلی استخراج شده از شبکهدهد که بردارمی

پایه( برای دو شیء قایق و خودرو بسیار به هم -عمیق )شبکه

های ژگی. برای جلوگیری از این اشتباه، کافیست ویهستندشبیه 

ها دخالت داده پیکسل بندیقطعهتصویر بطور موثری در -سطح

مجموعه  ،شوند، بعبارت دیگر، در صورتی که بدانیم در تصویر

های درخت، سبزه، برکه آب و کلبه جنگلی وجود دارد، کلاس

 بندی اشتباه قایق بعنوان خودرو جلوگیری کرد.توان از قطعهمی

بوود اشتباهات قطعهبعد از مشاهده  بندی بوجود آمده ناشی از کم

صوویر، اطلاعات مرتبط با محتویات کلی در قطعه نوایی ت بندی مع

حود  ،در این مقاله تووا"وا بوه مح گواه  موالات آ یوت  "احت بورای تقو

هوای تصویر پیشنهاد می-های سطحویژگی حود بردار یون وا شود. ا

یوه را در ورودی-هایتوصیفگر محلی خروجی از شبکه فوت  پا دریا

توواکرده و در خروجی بردار  بوه مح گواه  موالات آ صوویر را احت ی ت

بوه خروجی از واحد  بردار احتمالاتکند. تولید می احتمالات آگاه 

شوخص احتمال حضور هر یک از کلاس ، محتوا صوویر م ها را در ت

یوات  این احتمالات. وجود کندمی مانند این است که بدانیم محتو

اوال فضایی را نمایش میدرون تصویر ورودی، چه  طوور م دهند )ب

شوتن فضای جنگلی، فض ای داخل خانه، فضای بازار و ...(، که با دا

شویاء  ،این دانش در مورد محتویات درون تصویر شوخیص ا دقت ت

احتمالات با اضافه کردن واحد  ،در این تحقیق بالاتر خواهد رفت.

توووا بووه مح گوواه  یووه  آ موواری پا موواری FCNبووه مع  FCN-CAP، مع

گوان پیشنهاد می سوتفاده از داد بوا ا گردد. با آموزش این معماری 

PASCAL VOC2012[33] مواری یون مع قوت  ،مشاهد شد که ا د

(mIoU بهتری نسبت به معماری پایه )FCN .دارد 

شوبکه  حود  بطور خلاصه نوآوری ما در این تحقیق، طراحی یک وا

سوتخراج  کولاسعصبی برای ا موال  حو هوا،بوردار احت نوام وا د بوه 

-باشد. این واحد را می(( می4)شکل ) "احتمالات آگاه به محتوا"

 بکار برد.نیز بندی معنایی تصویر های دیگر قطعهتوان در معماری

، مروری بر کارهای گذشته بر پایه 2در ادامه مقاله، در بخش 

سپس در  .رویکردهای مبتنی بر یادگیری عمیق را خواهیم داشت

مرتبط با روش پیشنهادی را بطور مختصر های الگوریتم، 3بخش 

روش پیشنهادی را تشریح و  ،4در بخش  .شرح خواهیم داد

گیری به ارائه نتایج و نتیجه ،در نهایت .بندی خواهیم کردفرمول

 خواهیم پرداخت.
 

 
-بندی اشتباه بدون در نظر گرفتن ویژگیهای سطح: قطعه3شکل 

 .[18] تصویر

 پیشینکارهای مروری بر  -2

نشان داده شده است، استفاده  [2،15،16]که در مقالات ور همانط

های دقیق پیکسل بندیدستهبالا برای -های سطحاز ویژگی

-های سطح. همچنین استفاده از ویژگیاستتصویر، بسیار مهم 

بندی بسیار مفید دقیق و یکنواختی قطعه بندیدستهتصویر برای 

-های سطحهای زیادی برای بهبود ویژگی. روش[17،18]است 

 تصویر ارائه شده است که در ادامه آنها را مرور می کنیم.

برای اولین بار در مقاله  ،تصویر-های سطحاستفاده از ویژگی

کنیم مجموعه بردارهای توصیفگر محلی ارائه شد. فرض می [31]

است، که در این  [h, w, D]ماتریس  پایه، یک-خروجی از شبکه

عمق ماتریس خروجی است  Dعرض و  wارتفاع،  hماتریس 

ها در ابتدا از این ماتریس ویژگی ،[31]مقاله ((. در 2)شکل )

 ,D1 ,]میانگین گرفته و به بردار میانگین با ابعاد  h , wراستای 

سپس این بردار را به اندازه قبلی خود تغییر اندازه . رسدمی [1

رسد. از آنجا که این می [h, w, D]داده و به ماتریسی به ابعاد 

ماتریس بدست آمده، میانگین بردارهای توصیفگر محلی تصویر 

ست که ا حاوی اطلاعاتیلذا ، استدر هر بعد )در راستای عمق( 
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 یهابا استفاده از هسته ،[44] مقالهمربوط به کل تصویر است. 

 ،CRFپردازش -استفاده از پس نیو همچنپیچشی مشبک 

. ردیبکار گ یبنددستهرا جهت  یتریعمومی هایژگیتوانسته و

 GCNبا استفاده از ماژول  یبنددستهبهبود  یبرا ،[45در مقاله ]

متوسط -سطح ن،ییپا-سطحی هایژگیو ی،بصورت سلسله مراتبو 

-maxیهاهیلا از استفاده. است کرده بیترک را ریتصو-سطح و

pooling   یهایژگیو بیترکی برای ارهیبصورت زنج پیچشیو 

[ 46در مقاله ] ،با ابعاد متفاوت یورود ریاستخراج شده از تصو

[ 47شده است. مقاله ] ریتصو یهاکلاس صیمنجر به بهبود تشخ

[ در بخش رمزکننده و 48] DenseNetی با استفاده از معمار

استفاده  نیدر بخش رمزگشا و همچن یمعمار نیاز ا یالگوبردار

 یبنددسته هیرا به لا ریتوانسته اطلاعات تصو ،انبریاز ارتباطات م

بدست آورد.  یبنددر قطعه یانتقال دهد تا بتواند دقت بالاتر

ماژول  یبر رو شتریب نهیتابع هز کی[ با اضافه کردن 49مقاله ]

-سطحی هایژگیارائه شده، توانسته ارتباط و یرمزکننده محتوا

برای افزایش میزان  [18]مقاله . کند استخراج بهتر را ریتصو

-های خروجی از شبکهتصویر، بر روی ویژگی-های سطحویژگی
ی با ابعاد مکانی متفاوتی را اعمال کرده پیچش 12هایپایه هسته

ی با ابعاد مختلف باعث جمع کردن پیچشهای است. اعمال هسته

ها در بزرگترین شود. این هستهاطلاعات در ابعاد متفاوت می

گیرند. این حلی را در بر میی مهایاندازه خود تقریباً تمامی ویژگ

-های در سطحیتوان ویژگبدان معنیست که با این ایده می

تصویر را استخراج کرد. با توجه -های سطح، و هم ویژگی13ناحیه

ها با استفاده از این روش، مقاله به افزایش چشمگیر میزان پارامتر

ی پیچشهای مشبک ی را با هستهپیچشهای هسته [32]

جایگزین کرده و میزان پارامترهای کمتری را، برای استخراج 

 [32]تصویر بکار گرفته است. در حقیقت مقاله -های سطحویژگی

های ی با اندازهپیچشهای مشبک با استفاده از اعمال هسته

-های سطحناحیه، و هم ویژگی-های در سطحمتفاوت، ویژگی

 .استخراج کرده استهای کمتری پارامتر تعدادبا تصویر را 

بتنی بر های ارائه شده در رویکردهای ممتفاوت با تمامی روش

مجموعه بردارهای  CAPیادگیری عمیق، واحد پیشنهادی 

پایه را گرفته و در خروجی -توصیفگر محلی خروجی از شبکه

 ،CAPکند. واحد پیشنهادی تولید میها را بردار احتمال کلاس

ی تک تک بردارهای توصیفگر محلی در مرحله اول مجموع فاصله

حساب کرده و یک ماتریس های خود را، با تک تک مراکز خوشه

سپس مقادیر این ماتریس را با استفاده از یک  .کندتولید می

کند. بردار بدست ه یک بردار تبدیل میبلایه شبکه عصبی چند 

 سطحدر  هااحتمال وجود کلاسآمده در حقیقت یک بردار 

احتمال بدست آمده  ،با ضرب این بردار تو در نهای تصویر است.

 کند.تر شبکه کمک میدقیق بندیدستهدر لایه نهایی شبکه به 

-های سطحاستخراج ویژگیهای یتمرالگومروری بر  -3

 بالا

تصویر که نماینده کل تصویر باشد -های سطحاستفاده از ویژگی

. [19،20] در کاربردهای مختلف بینایی ماشین دیده شده است

های سطح بالا ارائه هایی که تصویر را با ویژگیالگوریتماز جمله 

، BOW [21] ،HOG [22] ،SIFT [23]توانمی ،دهندمی

Fisher Vector  [24]  وVLAD [25] های را نام برد. این ویژگی

باشند. بالا داری حجم کمتر و اطلاعات سطح بالاتری می-سطح

 مختصر شرح خواهیم داد.ها را بطور این الگوریتم ادامهدر 

 BOWالگوریتم  -3-1

های الگوریتم های استخراج کننده ویژگی ترینیکی از قدیمی

باشد. این الگوریتم [ می21]  BOWتصویر، الگوریتم-سطح

دهد طوریکه هایی قرار میگر محلی را در گروهبردارهای توصیف

مرکز تعریف کرد )عبارات  kبا تعداد  codebookبایستی یک 

 means-k(، که معمولا این مراکز به کمک الگوریتم 14بصری

هر یک از بردارهای توصیفگر محلی  سپس،آید. [بدست می26]

 ،شوند. در نهایتبه یکی از نزدیکترین مراکز، اختصاص داده می

خروجی الگوریتم، هیستوگرام تعداد بردارهای محلی اختصاص 

 باشد.عبارت بصری )مرکز خوشه( میداده شده به هر 

 HOGالگوریتم  -3-2

[ بطور محلی هیستوگرام گرادیان جهت دار 22 ]HOGالگوریتم 

را در محل مورد نظر در تصویر استخراج کرده و از این اطلاعات 

ها توصیفگر تصویر کند که این برداربردارهایی را استخراج می

 هستند.

 SIFTالگوریتم  -3-3

که از الگوریتم های بسیار قوی در این  SIFT [23] الگوریتم

هایی با حجم کم، برای ارائه باشد، برای استخراج ویژگیحوزه می

تصاویر در دادگان با حجم )تعداد( بالا ارائه شده است. این 

دهد ی را ارائه میالگوریتم برای یک تصویر، بردارهای توصیفگر

ندازه و چرخش اشیاء در تصویر مقاوم که نسبت به انتقال، تغییر ا

، محلی و در این الگوریتم هستند. بردارهای ویژگی استخراج شده

به شکل ظاهری اشیاء وابسته هستند. این الگوریتم در 

، شناسایی [28]، شناسایی چهره [27]کاربردهای شناسایی اشیاء 

 مورد استفاده قرار گرفته است. مواردو دیگر  [29]رفتار 
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 FVالگوریتم  -3-4

یک الگوریتم برای ارائه  Fisher Vector (FV) [30]الگوریتم 

با  FVاز  دیگر است. بردارهای توصیفگر حاصلتصویر در فضایی 

د. نآیآوری بردارهای توصیفگر محلی از تصویر بدست میجمع

شود، تصویر اعمال میاین الگوریتم در کاربردهایی که بر روی 

کند. این الگوریتم با تصویر را استخراج می-های سطحویژگی

توزیع بردارهای  (GMM) وسیاستفاده از برازش مدل مخلوط گ

که  BOWآورد. برخلاف الگوریتم توصیفگر تصویر را بدست می

کند، این الگوریتم صفر را استخراج می-اطلاعات آماری مرتبه

دو )پراکندگی( را -یک )میانگین( و مرتبه-هاطلاعات آماری مرتب

 کند.نیز استخراج می

 VLADلگوریتم ا -3-5

های بردار استخراجاز دیگر الگوریتم های  VLAD [25] الگوریتم

این الگوریتم که در ادامه، باشد. سطح بالا از تصویر می ویژگی

با دقت  ،دهدرا تشکیل می CAPبخشی از واحد پیشنهادی 

 .د شدبیشتری تشریح خواه

 k-means [26]ابتدا با استفاده از الگوریتم  ،روشدر این 

𝐶ها، مجموعه مراکز خوشه = {𝑐𝑘  , 𝑖 = 1 … 𝐾}  از مجموعه

𝑋های توصیفگر ورودی بردار = {𝑥𝑖 , 𝑖 = 1 … 𝑛} یاد گرفته می-

باشند ها در واقع همان عبارات بصری میاین مراکز خوشه شود.

𝑥𝑖 بصورتی، ورود یژگیو بردار هر (.BOW)همانند الگوریتم  =

{𝑥𝑖(𝑗), 𝑗 = 1 … 𝐷} که  شودیم فیتعرD  برای  .باشدمیبعد آن

، فاصله این بردار تا تمامی مراکز  𝑥𝑖هر بردار ویژگی ورودی 

 ((.1شوند )رابطه )ها با هم جمع میخوشه

(1) 𝑣𝑖 = ∑ 𝑋 − 𝜇𝑖

𝐾

𝑖=1

 

بعدی  K×Dخروجی حاصله از این الگوریتم، یک ماتریس 

𝑉بصورت  = [𝑣1, 𝑣2, … , 𝑣𝑛] حاقباشد که از المی K  بردارD 

ابعاد بردار ویژگی  Dها و تعداد خوشه Kآید، که بعدی بدست می

 باشد.ورودی می

است، با این تفاوت که در  FVمانند الگوریتم  VLADالگوریتم 

VLAD  از الگوریتمk-means  استفاده شده است ولی درFV  از

استفاده شده است. خروجی حاصل از الگوریتم   GMMتابع

VLAD،  همانند الگوریتمFV سازی شود. نرمالسازی مینرمال

در مرحله  شود.در دو مرحله انجام می VLADروجی ماتریس خ

-، نرمال میL2 سازینرمالبا استفاده از روش  𝑣𝑖بردارهای  ،اول

 ((.2شوند )رابطه )

(2) 𝑣𝑖 =
𝑣𝑖

‖𝑣𝑖‖
2

 

خروجی از الگوریتم با استفاده از  𝑉و در مرحله دوم، کل ماتریس

 ((.3شوند )رابطه )، نرمال میL2 سازینرمالروش 

(3) 𝑉 =
𝑉

‖𝑉‖
2

 

 بندی معنایی تصویر پیشنهادیروش قطعه -4

یک روش  VLAD [25]همانطور که قبلاً گفته شد، الگوریتم 

تصویر از بردارهای توصیفگر -برای جمع آوری اطلاعات سطح

باشد. با اعمال این الگوریتم بر روی بردارهای ویژگی محلی می

توان این می ،پایه(-)شبکههای عصبی عمیق خروجی از شبکه

 ،توان گفتدیگر میعبارتی ب ای دیگر ارائه کرد.بردارها را بگونه

بندی کرده و در این الگوریتم بردارهای توصیفگر تصویر را خوشه

-ارائه میرا ها مجموع فاصله این بردارها از مراکز خوشه ،خروجی

 کند.

 
 .(CAP)احتمالات آگاه به محتوا واحد کلی : نمای4شکل 

 



 1399زمستان سال  ،4، شماره 9جلد  ................................................................................. (JSCIT)رایانش نرم و فناوری اطلاعات مجله علمی

 

37 

 

ای از بردارهای توصیفگر های عصبی عمیق، مجموعهخروجی شبکه

-داده می VLADتصویر هستند که به عنوان ورودی به الگوریتم 

پایه برای -شود. فرض کنیم بردارهای توصیفگر خروجی از شبکه

Xjمجموعه  ،امj تصویر = {xij, i = 1 … nj} باشد، که برای سادگی، 

Xاین مجموعه را برای یک تصویر به صورت  = {xi, i = 1 … n} 

nین مجموعه شامل ا دهیم.نمایش می = h × w  بردارتوصیفگر

 FCNیمعمار یبرا Dمقدار پارامتر  کهباشد می Dمحلی با عمق 

مرکز  Kدارای  VLAD((. الگوریتم 2)شکل )است  512برابر با 

-kابتدا با استفاده از الگوریتم  ،است که برای این الگوریتم خوشه

means [26] ها مجموعه مراکز خوشهC = {ck , k = 1 … K}  را

 مقادیربه ازای ، Kآوریم. برای بدست آوردن مقدار بهینه بدست می

دقت متفاوتی برای شبکه  128و  64 ،48، 32 ،24، 16مختلف 

( آورده شده است. نتایج 1هیم داشت که این نتایج در جدول )خوا

دقت بالاتری را  ،مرکز 32این جدول نمایانگر این است که تعداد 

 دهد. ارائه می

، فاصله این [25]همانند  xiسپس برای هر بردار توصیفگر محلی 

ضرب شده و  ak(xi)ها در ضریب بردار تا تمامی مراکز خوشه

 ((4شوند )رابطه )سپس با هم جمع می

(4) 𝑉(𝑗, 𝑘) = ∑ 𝑎𝑘(𝑥𝑖)(𝑥𝑖(𝑗) − 𝑐𝑘(𝑗))

𝑛

𝑖=1

 

-اندیس خوشه می kاندیس عمق بردار توصیفگر و  j ،در این رابطه

ام و jام در بعد iمقدار بردار توصیفگر  xi(j) ،ترباشد. بعبارت ساده

ck(j)  مقدار مرکز خوشهk ام در بعدj ام است. مقدارak(xi) 

باشد. در ام میk خوشه در xiنمایانگر میزان عضویت بردار توصیفگر 

مقدار عضویت صفر  ،VLAD  [25]الگوریتم پایهصورت استفاده از 

گوییم الگوریتم به صورت باشد که در این صورت مییا یک می

مقدار  ،[34]سخت است. ولی با روش ارائه شده در -سابانت

تواند عددی بین صفر و یک باشد. که در این صورت عضویت می

ریس نرم است. در نهایت مات-سابگوییم الگوریتم به صورت انتمی

,V(jخروجی  k) سازی کرده تا مقادیر در را بصورت ستونی نرمال

(، که این عمل [34]بعدهای مختلف جداگانه نرمال شوند )همانند 

-سازی بروناست. بعد از نرمال ایخوشه-سازی برونهمان نرمال

کنیم. سازی میهای ماتریس را دوباره نرمالکل آرایه ،ایخوشه

( برای بدست 5نرم، از رابطه )-ساببرای انت [34]همانند مقاله 

 استفاده شده است. ak(xi)آوردن مقادیر 

(5) �̄�𝑘(𝑥𝑖) =
𝑒−𝛼‖𝑥𝑖−𝑐𝑘‖2

∑ 𝑒
−𝛼‖𝑥𝑖−𝑐

𝑘′‖
2

𝑘 ′

 

، وزنی  ckبه خوشه  xi( با توجه به نزدیکی بردار توصیفگر 5رابطه )

یک مقدار ثابت مابت است که میزان  αدهد. را به آن اختصاص می

شده را با نسبت اندازه فاصله بردار ویژگی تا وزن اختصاص داده 

بزرگتر باشد،  αکند. یعنی هر چه میزان مرکز خوشه، کنترل می

میزان عضویت اختصاص داده شده به بردارهایی که فاصله بیشتری 

به  αشود. در صورتی که مقدار ند، کمتر میتا مرکز خوشه دار

-سابسمت مابت بینهایت میل کند، عملکرد الگوریتم به سمت انت

 e−α‖xi‖2سخت میل خواهد کرد. با بسط دادن رابطه و حذف ترم 

 .[34]شود ( حاصل می6رابطه ) ،از صورت و مخرج

(6) �̄�𝑘(𝑥𝑖) =
𝑒𝑊𝑘

𝑇𝑥𝑖+𝑏𝑘

∑ 𝑒
𝑊

𝑘′
𝑇𝑥𝑖+𝑏

𝑘′
𝑘 ′

 

Wkکه  = 2αck  وbk = −α‖ck‖2 ( 4رابطه ) ،باشد. در نهایتمی

 ( خواهد شد.7به صورت رابطه )

(7) 𝑉(𝑗, 𝑘) = ∑
𝑒𝑊𝑘

𝑇𝑥𝑖+𝑏𝑘

∑ 𝑒
𝑊

𝑘′
𝑇𝑥𝑖+𝑏

𝑘′
𝑘 ′

(𝑥𝑖(𝑗) − 𝑐𝑘(𝑗))

𝑛

𝑖=1

 

های هر پارامتر {ck}و  {bk}، {Wk}های مجموعه ،در این رابطه

 شوند.هستند که در حین فرآیند آموزش، یاد گرفته می kخوشه 

-این پارامترها همگی به صورت سرتاسر در شبکه یاد گرفته می

ها را با استفاده توان در یک مرحله مراکز خوشهمیهمچنین شوند. 

قرار داده و  VLADبدست آورده و در لایه   k-meansاز الگوریتم

تر قادیر این مراکز را دقیقحین آموزش سرتاسری شبکه، دوباره م

 کرد.

که یک ماتریس  VLADتم یاز الگور Vخروجی فرآیند، در ادامه 

K × D  است را به صورت یک بردارϑ = [1, N]  در می آوریم

(N = K × D این بردار را به ورودی یک شبکه عصبی متشکل از .)

 1024های آن بترتیب دارای دهیم، که لایهمتصل می-دولایه تماماً

( 9( و )8)معادلات د. روابط این دو لایه در نباشنورون می 21و 

 .است آورده شده

(8) 𝑉𝑓𝑐1 = 𝐻1(𝑊1. 𝜐𝑇 + 𝑏1) 

(9) 𝑉𝑓𝑐2 = 𝐻2(𝑊2. 𝑉𝑓𝑐1
𝑇 + 𝑏2) 

(10) 𝑉𝑝 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝑓𝑐2) 

یک  W2، [N ,1024]یک ماتریس  W1 ،(9( و )8در روابط )

یک بردار  b2و  عنصری 1024یک بردار  b1، [1024, 21]ماتریس 

-می ادگانهای موجود در دتعداد کلاس 21) باشندمی عنصری 21

خروجی  Vfc1باشند. می 15توابع فعالساز Hi. همچنین توابع باشد(

باشد که این خروجی دومین لایه می Vfc2اولین لایه تماماً متصل و 

با  هستند. عنصری 21و  1024ها به ترتیب بردارهای خروجی

، این بردار به یک Vfc2بر روی بردار  16اعمال تابع بیشینه هموار

 احتمالاتبردار  Vpبردارشود. احتمالاتی تبدیل می (Vp)بردار

بکار که بایستی بطور موثری در معماری  ،باشدتصویر می-سطح
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در  کلاس 21هر یک از حاوی احتمال وجود  Vpبردار . شود گرفته

 های آن مربوط به یک کلاستصویر است، که هر یک از درایه

 [21 ,1 ,1]را بصورت یک بردار  Vpبردار خروجی . جداگانه است

-بزرگ می =F[,21h, w]تغییر شکل داده و سپس آن را تا ابعاد 

ارتفاع و عرض مجموعه بردارهای توصیفگر  wو  hکنیم. که 

 [,3H, W]پایه برای تصویر ورودی به ابعاد -خروجی از شبکه

یک ، FCN  [2]از طرفی دیگر در لایه خروجی معماریاست.

را داریم.  است، Fهم بعد با ماتریسکه ها ماتریس احتمالات کلاس

  FCNمعماریدهی ماتریس خروجی به منظور وزندر مرحله نهایی 

را در  Fو تقویت یا تضعیف کردن مقادیر هر کلاس، مقادیر ماتریس 

 این عمل با عملیات ضرب .((5شکل ))کنیم این ماتریس ضرب می

 شود.ای بین این دو ماتریس انجام مینقطه

محتوایی  احتمالاتحاوی  Vpاز آنجایی که بردار خروجی نهایی 

های به همراه لایه VLAD  [25]باشد، ما مجموعه لایهتصویر می

-معرفی می احتمالات آگاه به محتوااضافه شده را به عنوان واحد 

کنیم. این واحد در ورودی خود ویژگی های سطح بالای تصویر را 

های بندی، این ویژگیدریافت کرده و با استفاده از روش خوشه

های اطلاعات ویژگی ،کند. در این واحدبندی میسطح بالا را خوشه

بندی بندی شده با استفاده از دو لایه شبکه عصبی تماماً خوشه

ها و سپس احتمالات کلاستصویر -های سطحمتصل به ویژگی

دهد که این واحد های انجام شده نشان میآزمایششود. تبدیل می

تصویر را دارد. معماری -سطحاحتمالات قدرت زیادی در استخراج 

 ( آورده شده است.4شده در شکل ) واحد پیشنهاد

 
با مقادیر متفاوتی از  FCN-CAP: نتایج بدست آمده معماری 1جدول 

 مراکز خوشه ها

mIoU Pixel Accuracy (PA) K یعمارم 

0 /62 1 /90 16 FCN-CAP-8s 

7 /63 6 /91 24 FCN-CAP-8s 

1/64 8/91 32 FCN-CAP-8s 

2 /63 1 /91 48 FCN-CAP-8s 

7 /62 6 /90 64 FCN-CAP-8s 

5 /62 6 /90 128 FCN-CAP-8s 

 سازیهاو شبیه هانتایج آزمایش -5

در این بخش ابتدا به بیان معیارهای استفاده شده برای ارزیابی 

، سپس شرایط پیاده سازی را پردازیمبندی معنایی تصویر میقطعه

بندی معنایی تشریح خواهیم کرد. در نهایت، نتایج حاصل از قطعه

-DeepLab-v3و  FCN-CAPی پیشنهادی هامعماریتصویر با 

plus-CAP  که به ترتیب با اضافه شدن واحدCAP های به معماری

FCN  وDeepLab-v3-plus [45] کنیم.اند را ارائه میبدست آمده 

 معیارهای ارزیابی -5-1

بندی های قطعههای مختلفی برای ارزیابی خروجی الگوریتمروش

را، که در تمامی مقالات مورد آنها از  نمونهدارد، که دو  تصویر وجود

( توضیح خواهیم داد. 12( و )11در روابط ) ،گیرداستفاده قرار می

k در این روابط ∈ ℕ کند. همچنین تعداد کلاس ها را مشخص می

Cij ∈  ℕ0  باi, j ∈  1, … , k  کهCij  تعداد پیکسل های متعلق به

ماتریس  Cijاند. به نسبت داده شده jهستند که به کلاس  iکلاس 

Giبا رابطه  Giگویند و پراکندگی می = ∑ Cij
k
j=1  نشان دهنده

Pjباشد و می iتمامی پیکسل های کلاس  =  ∑ Ciji  تمامی

 نسبت داده شده اند. jست که به کلاس ا هاییپیکسل

های درست این معیار نسبت تمامی پیکسل: )PA)17دقت پیکسلی

باشد. دقت در این روش ها میشده به کل پیکسلبندی دسته دسته

 شود.( محاسبه می11ی )از رابطه

(11) 𝑃𝐴 =
∑ 𝐶𝑖𝑗

𝑘
𝑖=1

∑ 𝐺𝑖
𝑘
𝑖=1

 

: در این معیار )mIoU)18هاکسلیپ اجتماع به اشتراکمیانگین  دقت

شده، به اجتماع  بندیدستههای درست ابتدا نسبت اشتراک پیکسل

هایی که به آن کلاس های کلاس مربوطه و پیکسلکل پیکسل

اند محاسبه شده و سپس میانگین این مقادیر برای نسبت داده شده

( 12ی )شود. دقت در این روش از رابطهمیمحاسبه ها همه کلاس

 شود.محاسبه می

(12) 𝑚𝐼𝑜𝑈 =
1

𝑘
∑

𝐶𝑖𝑗

𝐺𝑖 + 𝑃𝑖 − 𝐶𝑖𝑖

𝑘

𝑖=1

 

 استفاده دادگان مورد -5-2

و  FCN-CAP هایانجام شده برای آموزش شبکههای آزمایشدر 

DeepLab-v3-plus-CAP از مجموعه دادگان ،PASCAL 

VOC2012 [33]  استفاده شده است. این مجموعه دادگان دارای

تصویر از مجموعه تصاویر تهیه  10582تصویر استاندارد و  1464

تصویر  1449برای بخش آموزش و تعداد  [35]شده توسط مقاله 

بسیاری . دباشیم متفاوت ریتصاو ابعاد نیهمچن. استبرای ارزیابی 

و مقایسه از مقالات برای ارزیابی عملکرد الگوریتم ارائه شده خود 

کنند. از این مجموعه دادگان استفاده می ،با دیگر الگوریتم هاآن 

 این مجموعه دادگان انتخاب شده است.نیز در این تحقیق لذا 

 شرایط پیاده سازی -5-3

-DeepLab-v3و  FCN-CAPهای پیشنهادی معماریبرای آموزش 

plus-CAP از واحد پردازنده گرافیکی ،GTX1070 TI  8با حافظه 

های مربوط به گیگابایت استفاده شده است. همچنین، تمامی کد

و به زبان  [36]در چهارچوب تنسورفلو  هامعماریسازی این پیاده
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برای بهینه سازی شبکه طراحی شده از پایتون نوشته شده است. 

 (. 31استفاده شده است، رابطه ) 19متقابل-پیتابع هزینه آنترو

(13) 𝑙𝑜𝑠𝑠 = − ∑ ∑ 𝑌𝑖𝑐

𝐶

𝑐=1

. 𝑙𝑜𝑔( �̄�𝑖𝑐)

𝑃

𝑖=1

 

ها )در این تعداد کلاس Cها، تعداد پیکسل  P،که در این رابطه

ام برای iار در پیکسلظمقدار مورد انت Yic( و 21مجموعه دادگان 

توسط شبکه در بینی شده مقدار پیش Ŷicام است و cکلاس 

از  ،ام است. به منظور کمینه کردن هزینهcام برای کلاس iپیکسل

  Adam Optimizerسازو بهینه [37]خطا پس انتشار الگوریتم 

-4با نرخ آموزش بسیار کوچک )جهت آموزش بهتر( و برابر با  [38]

 استفاده شده است. 10

 هانتایج آزمایش -5-4

 FCN [2] در معماری CAPبا قرار دادن واحد  FCN-CAPمعماری 

ها و بدست آمده است. این واحد به تشخیص صحیح پیکسل

( نمای کلی شبکه 5کند. شکل )بندی کمک مییکنواختی قطعه

FCN-CAP عملکرد آن پس از آموزش این شبکهدهد. را نشان می ،

با  VOC2012 [33]از مجموعه دادگان  آزمونبر روی تصاویر بخش 

مورد ارزیابی قرار گرفته و نتایج در جدول  mIoUو  PAهای معیار

 FCN-CAP( آورده شده است. همچنین در این جدول معماری 2)

 مقایسه شده است. [42 ,41 ,40]های با معماری

در تصویر به عنوان نواحی  هاییابتدا پنجره [40در الگوریتم ]

شود، سپس با استفاده از شبکه انتخاب می ءکاندید برای حضور شی

های کل نواحی کاندید و ی، بطور جداگانه ویژگیپیچشعصبی 

با  ،در ادامه .شودموجود در پنجره استخراج می ءشیویژگی 

کلاس پنجره مورد نظر بدست  SVM  [43]استفاده از الگوریتم

شده  سبمنت ءشیهای خاص نهایت با استفاده از ویژگیآمده و در 

شود. در قطعه بندی می ،موجود در پنجره ءشیبه پنجره، نواحی 

های استخراج هر پیکسل از تمامی ویژگی بندیدستهبرای  [41]

ی در راستای پیکسل مورد پیچششده در لایه های شبکه عصبی 

هر پیکسل  بندیهدست ایبر ،نظر استفاده شده است. بعبارت دیگر

های استخراج شده در سطح بالا، هم از خود پیکسل و هم از ویژگی

(( استفاده شده است. روش 2سطح متوسط و سطح پایین )شکل )

دارد، با این  [40]شباهت زیادی به روش  [42]استفاده شده در 

های تصویر با استفاده از شبکه عصبی تفاوت که، ابتدا ویژگی

های کاندید پنجره بندیدسته، سپس برای استخراج شده یپیچش

شوند، استفاده هایی که با پنجره کاندید ماسک میشده از ویژگی

برابر شده  50شده است. این تغییر باعث افزایش سرعت مدل تا 

هزار  16 یتنها دارا CAPپیشنهادی  ماژوللازم به ذکر است  است.

 ،FCN هیپا یمعمار پارامتر ونیلیم 134پارامتر است که در مقابل 

 .باشدیمی زیناچ اریبسدرصد 

، CAPها، برای اثبات توانمندی واحد پیشنهادی در گام نهایی تست

که از قدرتمندترین  Deeplab-v3-plusاین واحد را به معماری 

شد، اضافه ی اخیر قطعه بندی معنایی تصویر می باهامعماری

پایه -کردیم، از آنجا که این معماری در بخش کدکننده، از شبکه

استفاده کرده است، آموزش این شبکه به واحد  resnetلایه  101

پردازش گرافیکی با حجم حافظه بیشتری نیاز دارد، با توجه به 

محدودیتهای سخت افزاری که در اختیار داشتیم، متاسفانه امکان 

  Deeplab-v3-plus-CAPو همچنین معماری آموزش این معماری

میسر نبود، لذا این دو معماری را برای مقایسه منصفانه با منابع و 

و اندازه  385×385شرایط موجود خودمان یعنی با تصاویری با اندازه 

آموزش دادیم. در این شرایط همانطور  6( برابر batch sizeدسته )

-deeplab-v3برای معماریکه انتظار داشتیم، نتیجه بدست آمده 

plus   تر گزارش شده، ضعیف [45]از مقداری که در مقاله مربوطه

گیری برای هر مرتبه و میانگین 10است. نتایج حاصل از آموزش 

( در mIoUدرصدی ) 4/0دهنده بهبود ها، نشانیک از معماری

(، نتایج 3باشد. در جدول )می Deeplab-v3-plusمعماری پایه 

 بندی برای این دو معماری آورده شده است.قطعه
 

 
 .بدست می آید FCNدر معماری  CAPکه با جاسازی واحد  FCN-CAP: نمای کلی معماری 5شکل 
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 FCNبا معماری پایه  FCN-CAP: ارزیابی معماری2جدول 

mIoU Pixel Accuracy (PA) عماریم 

51.6 7 /49 SDS [40] 

6 /54 60 Hyper column [41] 

8 /61 7 /60 CFM [42] 

2 /62 3 /90 FCN-8s  [2 ]  

1/64 8/91 FCN-CAP-8s 

 
با معماری پایه  DeepLab-v3-plus-CAP: مقایسه معماریِ 3جدول 

DeepLab-v3-plus  و  385×385آموزش دیده  شده با تصاویر با ابعاد

 .6اندازه دسته برابر با 

mIoU 
Pixel Accuracy 

(PA) 
 عماریم

33 /68 05 /92 Deeplab-v3-plus [45] 

73/68 25/92 Deeplab-v3-plus-CAP 

 

روشهای بندی شده توسط هایی از تصاویر قطعهنمونه ،(6شکل )

در مدل همانطور که مشاهده می شود، دهد. را نمایش می مختلف

، ریتصو-سطحی هایژگیو شدن اضافهه دلیل بپیشنهادی، 

 ریواتص دری هموارتری به صورت بندقطعهبهبود یافته و  هایخروج

در آنها هایی که ( نمونه7در شکل ) همچنین، .است شدهانجام 

عملکرد مطلوبی را ارائه نداده، را آورده ایم.  FCN-CAPمعماری 

خروجی بدست  ،هاهمانطور که مشاهده می شود در این نمونه

ی خروج بهبود عدمآمده شباهت کمتری به خروجی مطلوب دارد. 

شده که شود می دهید یریدر تصاو شتریب ،در مدل پیشنهادی

ه عنوان . بیستن واضح کاملا ریتصو و بوده بسته ریتصوی فضا

علت مبهم بودن ه ب، (7) شکلسطرهای اول و سوم در  ،ماال

 سطر دوم،در درحالیکه  ،حاصل نشده استی بهبود ،ریتصوی فضا

به دلیل  یول ،شده است رکمتریصوت تیدقت کل نکهیاعلیرغم 

 بر "سگ"که کلاس  شودی ممشخص بودن فضای تصویر، مشاهده 

. لازم به ذکر است شده داده صیتشخدرست  ه،یپا یخلاف معمار

بر اساس  FCN-CAPمعماری کارایی ها، در این نمونهاست که 

معماری پایه عملکرد از   Pixel Accuracy (PA)و mIoUمعیارهای 

FCN استتر پایین. 

 گیریجهنتی -6

برای  (CAP)با نام احتمالات آگاه به محتوا در این مقاله، واحدی

انجام  هایآزمایشهای در سطح تصویر پیشنهاد شد. تقویت ویژگی

بندی شده با قرار دادن این واحد در شده وتصاویر قطعه

نشان دهنده عملکرد  Deeplab-v3-plusو  FCN یهامعماری

همانطور که این واحد توانسته عملکرد باشد. مفید این واحد می

 9/1اندازه ترتیب به را به  Deeplab-v3-plusو  FCN هایمعماری

استفاده از این واحد در ( بهبود دهد، mIoU)درصد  4/0و درصد 

باعث افزایش دقت نیز بندی معنایی تصویر های قطعهدیگر معماری

دهنده اهمیت هر چه شد. این نتیجه نشان ها خواهد این معماری

-بندی صحیح تصاویر میتصویر در قطعه-های سطحبیشتر ویژگی

 باشد.

 

 
-FCNویر قطعه بندی شده توسط معماری اهایی از تص: نمونه6شکل 

CAP  و معماری پایهFCN . 

 

 
-FCN یمعمار توسط شده یبند قطعهاز تصاویر  ییهانمونه: 7شکل 

CAP  که عملکرد بهتری نسبت بهFCN .نداشته است 

 هاپیوست -7

برای اینکه مراکز  ،CAPاز واحد  VLADدر مرحله طراحی بخش 

، ابتدا یمبدست آور  k-meansها را با استفاده از الگوریتمخوشه

تمامی تصاویر بخش آموزش  ،. سپسکنیممیپایه را انتخاب -شبکه

پایه داده، و -دادگان را یکی پس از دیگری به ورودی شبکه

مجموعه  درنهایت،. کنیممیتوصیفگر خروجی را ذخیره  بردارهای

 k-meansتمامی بردارهای توصیفگر ذخیره شده را با الگوریتم 

آوریم. این مراکز ها را بدست میبندی کرده و مراکز خوشهخوشه

ها ای بدست آمده را بعنوان مقادیر اولیه مراکز خوشههخوشه



 13** سالفصل ،*، شماره *جلد .................................................................  (JSCIT)پژوهشی رایانش نرم و فناوری اطلاعات-مجله علمی
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دوباره مقادیر این  ،استفاده کرده و حین آموزش سراسری شبکه

های ( موقعیت مراکز خوشه8کنیم. شکل )تر میمراکز را دقیق

دهد. این تصویر با اعمال الگوریتم کاهش بدست آمده را نمایش می

بعد  2به  21هش ابعاد آنها از بر روی مراکز و کا t-SNE [39]ابعاد 

 ترسیم شده است.

 

 

 
 .خوشه 32برای  t-SNEترسیم مراکز خوشه ها با الگوریتم  :8شکل 

 سپاسگزاری -8

این پژوهش با حمایت مالی دانشگاه تربیت دبیر شهید رجایی طبق 

 انجام گردیده است. 30/8/97مورخ  19974قرارداد شماره 
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